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MANFIO, Felipe Haddad. Reconhecimento de padrdes visuais herdados através
de técnicas de processamento de imagem e mineracdo de dados: um estudo de
caso da orquidea Dendrobium nobile. 2011. 88f. Dissertacado (Mestrado em Ciéncias
da Computacao) — Universidade Estadual de Londrina, Londrina, 2011.

RESUMO

Esta dissertacdo descreve a implementacdo de uma metodologia para o
reconhecimento de padrbes visuais herdados em flores através de técnicas de
processamento de imagem e mineracdo de dados. Esta ferramenta permite
quantificar os atributos visuais tamanho, média e desvio padrdo dos componentes
do modelo de cor RGB e através dos algoritmos de mineragdo de dados PART e
JRIP identificar padrdes visuais herdados. Para realizacdo dos testes um grupo de
152 imagens da orquidea do género Dendrobium nobile, divididos em 7
cruzamentos, foram analisados. Os resultados mostram a existéncia de padrées
visuais herdados que nao poderiam ser encontrados por um perito humano. Essa
abordagem contribuiu com uma nova aplicacdo das técnicas de reconhecimento de
padrdes visuais, definindo um método que pode ser aplicada para a caracterizagdo
de outras espécies de plantas.

Palavras-Chave: Reconhecimento de padroes. Processamento de imagem.
Segmentacdo de imagem. Data mining. Dendrobium nobile.



MANFIO, Felipe Haddad. Recognition of inherited visual patterns through image
processing and data mining techniques: a case study of orchid Dendrobium
nobile. 2011. 88p. Dissertacdo (Mestrado em Ciéncias da Computacdo) -
Universidade Estadual de Londrina, Londrina, 2011.

ABSTRACT

This study draws on the implementation of a methodology for the recognition of
visual patterns inherited through image and data mining processing techniques. This
tool permits the quantification of visual attributes such as size, medium and deviation
pattern of RGB color components, and through data mining algorithm PART and
JRIP it is possible to identify inherited visual patterns. In order to accomplish the tests
a group of 152 images of orchid Dendrobium nobile, parted in 7 cross-breeding, were
analyzed. The results display the existence of inherited visual patters that cannot be
found by human expert. This approach has contributed to a new application of visual
patterns recognition techniques, thus defining a method that can be applied to the
characterization of other plant species.

Keywords: Pattern recognition. Image processing. Image section. Data mining.
Dendrobium nobile.
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INTRODUCAO

A visdo é considerada um dos principais meios de percepcao do
mundo exterior pelos seres humanos. Para o auxilio de tarefas que utilizam a viséao
como funcao principal podem ser utilizados sistemas de visédo artificial, que sao
sistemas capazes de reconhecer padrdes previamente ensinados em uma imagem
complexa. O principal objetivo de um sistema de viséo artificial € adquirir, processar,
analisar e interpretar um determinado tipo de imagem para uma determinada
finalidade. O desempenho de um sistema automatico de andlise de imagem é
fundamental, por isso sdo desenvolvidos para aplicacbes especificas, permitindo
que o sistema apresente um alto desempenho para uma determinada fung¢éo, como
por exemplo o reconhecimento de padrées.

Definir padrdes visuais € de extrema importancia em atividades que
tém como objetivo correlacionar objetos [5, 1, 56, 36], ou seja, encontrar
similaridades visuais ou conceituais entre diferentes elementos determinando as
relacfes existentes entre eles. Essas similaridades podem ser determinadas através
da procura de padrdes especificos, sendo que o grau de dificuldade desta atividade
esta diretamente relacionado com a quantidade de itens e a complexidade das
relacbes procuradas [5].

Quando a procura de padrbes € executada por uma pessoa as
definicbes de caracteristicas podem estar sujeitas a uma analise subjetiva [7, 36, 54,
57], pois a sua percepcao é influenciada pela sua educacédo e a sociedade em que
vive [49], assim em diferentes povos e culturas a analise de correlagcéo pode resultar
em diferentes resultados.

Visando a eliminacdo da analise subjetiva, encontrar padrdes visuais
em objetos tem sido alvo de constantes pesquisas na area computacional [41, 57, 1,
43, 2], pois a utilizacdo de técnicas de processamento de imagem e inteligéncia
artificial potencializam a realizacdo desta tarefa garantindo maior eficiéncia e
otimizacao do resultado esperado.

Das diversas areas onde a procura de padrdes visuais sao utilizadas
pode-se destacar a extrema importancia dessa técnica na agricultura, pois a
definicdo de padrbes visuais de tamanho e cor em plantas, como flores, folhas,

frutos e sementes sdo alvo de estudos constantes para a melhoria das culturas



14

vegetais, visto que tais padrbes estdo relacionados a qualidade e quantidade dos
produtos agricolas [55]. Artigos que exploram a busca de padrfes através da analise
de imagens em flores sdo abordados em [57, 55, 41, 39, 36, 26]. Outros artigos
também realizam a analise de cores em macas [30], tomates [7], meldes [54] e em
grama [25]. Esta dissertacao investigara a existéncia de padrdes visuais herdados
em orquideas do género Dendrobium nobile através de técnicas computacionais de
processamento de imagem e mineracéo de dados.

Para a andlise de hereditariedade em plantas através de recursos
computacionais torna-se vital a definicAo de um método de avaliacdo objetivo e
guantitativo dos padrbes visuais existentes. Analisando [43, 2, 38] verifica-se a
necessidade de responder a duas questdes na definicho de um método para
reconhecimento de padrdes: a primeira € quais as caracteristicas que serao
utilizadas como critérios de classificacdo; a segunda € quais técnicas serao
utiizadas para encontrar as similaridades das caracteristicas. Além disso,
considerando a construgcdo de um sistema automatizado para o registro de
diferentes variedades ou pelo menos semi-automatizado, deve-se analisar quais as
caracteristicas podem ser obtidas automaticamente.

Com a utilizacdo de técnicas de processamento de imagem o bom
resultado da deteccdo das caracteristicas depende da eficiéncia do processo de
segmentacdo da imagem [5]. Essa é a principal etapa em um sistema de anélise de
imagem [4] e essencial para deteccao de padrdes e reconhecimento [46]. Problemas
causados pelo fundo da imagem ou interferéncia da iluminacdo podem comprometer
0 objetivo do sistema. A segmentacdo de flores em seu ambiente natural é
explorada em [8, 41, 45, 39, 40, 20, 9]. Utilizando uma abordagem diferente [55, 57,
26, 7] captura as flores em um ambiente controlado com um fundo fixo, facilitando o
processo de segmentacdo. Entretanto, em alguns casos, se torna necessario a
calibragem da imagem para eliminar interferéncias produzidas pelo proprio
equipamento de captura.

ApoOs a segmentacdo do objeto, basicamente, é realizada a fase de
extracdo de caracteristicas para a realizacdo da busca de padrdes. A procura de
padrées em imagens utilizando técnicas de data mining sdo abordadas por [43, 2,
12, 33, 6, 1]. O uso destas técnicas favorece a busca da similaridade das
caracteristicas, mas alguns padrdes que sao identificados pelo perito humano

podem ser descartados por possuirem uma alta complexidade. O conhecimento
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obtido pode ser representado em diversas formas, entre elas tabela de decisao,
arvore de deciséo e regras de associagao, que deve ser analisado visando encontrar
padrdes e correlacdes entre os objetos [53].

Assim, a utilizacdo de diversas técnicas em conjunto auxiliara a

realizacdo dos objetivos desta dissertacao.

OBJETIVOS

O objetivo geral deste trabalho é desenvolver uma metodologia para
reconhecimento de padrfes visuais herdados em flores, composta pelas etapas de
captura da imagem, segmentacao, definicdo das caracteristicas e classificacdo, com
a utilizacdo de processamento de imagens e técnicas de mineracao de dados

Os objetivos especificos séo:

o Encontrar padrdes visuais herdados em orquideas do género

Dendrobium nobile.

o Realizar um estudo tedrico sobre as técnicas de processamento de
imagem.

0 Realizar um estudo tedrico sobre as técnicas de reconhecimento de
padrdes visuais.

o Desenvolver um método para captura da imagem, segmentacao,
definicdo das caracteristicas e classificacao.

o Desenvolver softwares para realizar etapas especificas do método
desenvolvido.

o Aplicar o método desenvolvido

o Demonstrar os resultados.

CONTRIBUICAO

Essa abordagem contribuiu com uma nova aplicacdo das técnicas
de reconhecimento de padrbes visuais, definindo um método que pode ser aplicada
para a caracterizacdo de outras espécies de plantas. Além disso, este trabalho
podera servir como referéncia a outros pesquisadores que queiram realizar estudos

sobre areas afins.
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ORGANIZACAO DO TEXTO

No primeiro capitulo sdo apresentados as definicbes de imagens
digitais e seus elementos e componentes, conceituando os tipos de imagens digitais
e seus modelos de cores. No segundo capitulo sdo abordadas as etapas do
processamento de imagem: aquisicdo, pré-processamento, segmentacao,
representacdo e descricdo e reconhecimento e Interpretacdo. Também é explanado
o conceito de morfologia matematica. No terceiro capitulo é destacado o conceito de
reconhecimento de padroes e suas fases de extracdo, pré-processamento e
discretizacdo. Do mesmo modo sdo conceituados os modelos de algoritmos de
aprendizados existentes definindo como deve ser feita a selecdo e avaliacdo dos
mesmos. No quarto capitulo sdo definidos os passos executados pelo projeto,
caracterizando a etapa de segmentacdo e utilizacdo do Data Mining. No quinto
capitulo sdo apresentados os resultados experimentais que serviram de base para

as conclusdes finais que sédo apresentadas no ultimo capitulo.
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1 IMAGENS DIGITAIS

A imagem é uma representacdo grafica de pessoa ou objeto. E
formada pelo conjunto de pontos no espago, para onde convergem ou de onde
divergem os raios luminosos que, originados de um objeto luminoso ou iluminado,
passam através de um sistema Optico. Para o ser humano uma imagem é o que ele
percebe como resultado da luz atingindo seus olhos, passando pelo cristalino e
incidindo na retina. Na computagdo segundo [17] o termo imagem pode ser definido
como uma funcéo de intensidade da luz, denominada f(x,y), onde x e y sdo as
coordenadas espaciais e o valor de f é brilho da imagem no ponto (x ,y).

A imagem digital pode ser considerada uma imagem com os valores
discretizados das coordenadas e brilhos, formadas por linhas e colunas onde cada
ponta da imagem contém a intensidade de cor do ponto. A Figura 1 representa a
convencdo dos eixos da imagem digital que inicia no canto superior esquerdo. A
imagem digital possui algumas caracteristicas fundamentais, como a resolugéo e o
namero de cores, e pode ser representada, processada e armazenada no formato

de uma imagem matricial ou vetorial.

Figura1l-  Representacao de uma imagem digital matricial. Adaptacéo de [42]

Origem X

o< f(x,v)

v

A imagem matricial € formada por uma série ordenada de pixels
dispostos continuamente em linha e colunas, chamada de matriz de pontos, onde
cada pixel tem suas caracteristicas definidas com cor e brilho. A imagem vetorial é
formada por um conjunto de instrucbes mateméaticas, onde ela € gerada a partir das

instrucdes que sao processadas. Nesse modelo pode-se alterar o tamanho da
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mesma sem perder definigdo, pois seréo calculadas as instru¢bes novamente para o
novo tamanho.

Normalmente as imagens matriciais possuem formato retangular e
sdo compostas por elementos de imagem que definem sua estrutura. Neste caso
cada uma das posi¢cdes da matriz armazena um elemento estruturante, definindo a
cor ou intensidade de luminosidade naquele ponto. A Figura 2 é a representacao da
imagem matricial colorida denominada Lena que sera utilizada para demonstrar

algumas caracteristicas da imagem.

Figura 2 — Imagem colorida denominada Lena [31]

A captura da imagem esta vinculada a capturar de um sinal que
pode ser em uma dimensdo (por exemplo: luminosidade), duas dimensdes (por
exemplo: imagens estaticas) ou trés dimensdes (por exemplo: tomografias
computadorizadas). Pode-se associar ao sinal o fator tempo compondo assim uma
sequéncia de sinais, como por exemplo videos compostos por uma sequéncia de
capturas de sinais bidimensionais. A aquisi¢cao da imagem digital pode ser feita pela
captura de diferentes faixas do espectro do campo eletromagnético como
infravermelho, luz visivel, ultravioleta e raios-x, possuindo as mais diferentes
aplicagbes em cada faixa. A Figura 3 mostra as diferentes faixas de luz existentes,

onde uma pequena faixa é visivel ao olho humano.
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Figura 3 — Espectro eletromagnético. Adaptado de [42]
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1.1 ELEMENTOS DA IMAGEM

A imagem digital é formada por elementos que sdo valores de
resposta da funcdo imagem para cada coordenada. Esses valores sdo estruturas
que armazenam a intensidade de brilho, ou intensidade de cores, quando aplicavel.
Os elementos da imagem sdo comumente conhecidos como pixel (Picture Element).
O pixel € a menor unidade da imagem digital. Uma imagem de tamanho 1024x768
possui 786432 pixels.

A resolucéo representa a quantidade de pixels que uma imagem
possui e esta fortemente ligada a qualidade grafica da imagem. Uma imagem com
um mega pixels (1M pixels) possui um milh&o de pixels. Quando maior a quantidade
de pixels melhor a imagem é representada, assim melhorando a qualidade de
detalhes da mesma.

A quantidade de cores que a funcdo da imagem pode representar
também é um elemento da imagem. A definicdo do modelo de cor utilizado pela
imagem ird definir as caracteristicas de armazenamento do valor de intensidade da
cor. Em alguns caso pode-se armazenar a essa caracteristica utilizando nameros
binarios, onde o valor “0” representa a auséncia completa de luminosidade e o valor
“1” a captura maxima de luminosidade. E outros caso, e mais tradicional, os valores
utilizados sdo normalizados em faixas de valores baseados em nameros poténcia de
dois, como por exemplo, numeros entre 0 e 255, representando os 256 valores

possiveis = 22 (oito bits por canal).



20

1.2 IMAGENS BINARIAS

As imagens binarias sdo matrizes onde a funcdo da imagem pode
assumir apenas dois valores, geralmente o preto e o branco ou auséncia ou néo de
cor. E muito utilizada no processamento da imagem, pois é possivel transformar uma
imagem colorida em uma imagem binéria revelando caracteristica da imagem que
pode ser utilizadas para criagdo de mascaras, definicdo de regides, descricdo de
bordas e esqueletos de objetos. A Figura 4 mostra um exemplo a imagem Lena

transformada em uma imagem binaria.

Figura 4 — Imagem binaria da imagem Lena (Figura 2)

1.3 IMAGENS MONOCROMATICAS

A imagem monocromatica € aquela de apresenta apenas um canal
de cor. Imagens em tons de cinza, televisdes antigas e monitores antigos de fosforo
verde sdo exemplos de imagens monocromaticas. Imagens de exames de raios-X,
tomografia computadorizada, ressonancias magnéticas podem ser capturadas neste
formato e imagens coloridas podem ser transformadas neste modelo. Esta
transformacao auxilia o pré-processamento da imagem e o processamento dela,
pois para transformar uma imagem colorida em uma imagem binaria geralmente é
necessério transforma-la em uma imagem monocromética. A Figura 5 mostra um

exemplo a imagem Lena transformada em uma imagem monocromatica.
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Figura5— Imagem monocromatica da imagem Lena (Figura 2).

1.4 IMAGENS COLORIDAS

A identificacdo de uma imagem colorida pelos olhos humanos é
possivel pois a imagem digital representard cenas com espectros visiveis de cores
através de elementos estruturantes diferentes, pixels, que armazenam diferentes
tipos de dados, em um padrdo definido pelo modelo de cor utilizado. Existem
diferentes modelos de cores, assim a cor pode ser representada de formas

diferentes.

141 ACor

A cor esta relacionada a percepcao visual de diferente cumprimentos
de onda do espectro da luz, onde a distribuicdo da intensidade e o comprimento da
onda definem a cor. Por ser uma radiacao eletromagnética a luz é caracterizada por
um comprimento de onda ou frequiéncia, onde existe uma faixa de comprimentos de
onda visiveis aos olhos humanos que € de aproximadamente 380nm até 780nm ou
788THZ até 384THZ demonstrada na Figura 6.
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Figura 6 — Relacao de cores interpretadas pelo humano através da faixa de
comprimentos de ondas eletromagnéticas. Adaptado de [17].

1.5 MoDELOS DE COR

Um modelo de cor € um modelo matematico abstrato que descreve
um formato de representacdo para cores, sendo formados por tuplas de trés ou
quatro numeros. Na sua estrutura o modelo de cor deve ter a funcdo de
mapeamento, interligando a cor associada aos valores da tupla a cor especifica no
espectro de cores, bem como sua intensidade, sendo que cada modelo de cor pode
representar uma determinada gama ou paleta de cores. Entre os diversos existem

pode-se citar os trés utilizados nesta dissertacéo, o0 RGB, XYZ e L*a*b*.

1.5.1 Modelo de cor RGB

RGB é uma abreviacédo na lingua inglesa para trés cores primarias
de luz: Red (Vermelho), Green (Verde) e Blue (Azul). O modelo computacional adota
0 RGB como padrao nativo, isso ocorre pela semelhanca do RGB com o padrao
humano [28].

Representando um espaco de cores em forma de cubo o modelo
RGB é baseado em um sistema de coordenadas cartesianas, onde cada uma das
trés cores representa uma dimensao do cubo. Na diagonal onde os valores dos trés
componentes de cores tém valores equivalentes se encontra a escala de tons de
cinza, como visto da Figura 7. Também nesta escala pode definir o branco e o preto,
sendo que o branco é representado pela intensidade maxima dos trés componentes

e 0 preto pela intensidade minima dos trés componentes.
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Figura 7 — Cubo representando a variacao de cores do modelo de cor RGB

Verde Amarelo
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1.5.2 Modelo de Cor XYZ

Proposto pela CIE' o modelo de cor XYZ é baseado nas cores
imaginarias X, Y e Z, onde qualquer combinacao aditiva entre duas cores sempre
sera localizada na reta que conecta estas duas cores no plano XY [28]. Sua relacéo
com o modelo de cor RGB é linear através da relacdo demonstrada pela Equacgéo 1.
A cor branca do modelo de cor XYZ é representada por X =Y =Z=1.

X 0,49 0,31 0,20 | R
Y [=/0,17697 0,81240 0,01063 | G (1)
z 0,00 0,01 099 || B

1.5.3 Modelo de cor L*a*b*

O modelo de cor L*a*b* € derivado do modelo XYZ da CIE, onde o
L* corresponde a luminancia, e os componentes u* e v* correspondem a informacao

de crominancia [28], dado pela Equacao 2.

! Commission internationale de I'éclairage é o comité internacional autoridade em luz, iluminac&o, cor
e espaco de cores, situado em Vienna, Austria.
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L¥=116f(Y /Yn)—16
a*=3500[ f(X/Xn)— f(Y/Yn)]

b* = 200[ f (Y /Yn)— f(Z/Zn)] 2)
onde

f(t)=t"’ para t>0,008856

f(t)=7,787t +16/116 para outros casos
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2 PROCESSAMENTO DIGITAL DE IMAGENS

Realizar o processamento em uma imagem digital é analisar e
manipular a imagens através de um computador. Inicialmente processamento de
imagem digital foi utilizado para pequenas restauracées em imagens digitalizadas.
Atualmente as finalidades podem ser diversas como extrair informac¢des da imagem
e transformar a imagem realcando elementos. Essas transformacgdes auxiliam a
andlise da imagem, identificando objetos ou partes da imagem, possibilitando a

compreensao da mesma, transformando a imagem em informacéao.

2.1 ETAPAS DO PROCESSAMENTO DE IMAGENS

Pode-se dividir o processamento de imagem em cinco etapas, cada
uma delas envolvendo muitos conceitos diferentes, sendo executadas
sequencialmente, devido a dependéncia de informacdo. Sdo elas: aquisicdo de
imagens digitais, pré-processamento, segmentacdo, descricdo e interpretacdo,

conforme demonstradas na Figura 8 e descritas nas sec¢des seguintes.

Figura8 —  Etapas do processamento de imagem adaptada de [17].

Etapas Valor

Reconhecimentoe [+ Dado/Informacio |
Interpretacao
1T
Representagao e
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T

Regides

Segm{htacdo

L | [_| Pré-processamento |_
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1T
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imagens
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2.1.1 Aquisicdo de Imagens Digitais

Esta é a primeira etapa, onde a imagem é adquirida por um
dispositivo fisico sensivel a uma banda do espectro de energia eletromagnética, que
recebe uma intensidade de sinal e produz um sinal elétrico de saida proporcional a
um nivel de energia. Um elemento digitalizador converte os niveis de energia para o
formato digital que é transformado em imagem.

A captura dessas imagens sé sdo possiveis na existéncia de uma
fonte geradora de energia na freqiiéncia de interesse, como por exemplo a presenca
de luz solar ou artificial para aquisicdo de imagens na banda de luz visivel. Em
outras freqléncias nao visiveis também é necessario a um gerador de ondas, assim,
para gerar imagens de tomografias computadorizadas ou radiografias é necessario

um gerador de onda na banda de raio-x.

2.1.2 Pré-processamento

Esta etapa tem como objetivo melhorar/preparar a imagem de tal
maneira que possibilite a realizacdo das etapas seguintes. Para isso geralmente sdo
executados algoritmos de atenuacéo de ruido, realce de contraste, equalizacdo de
luminosidade, entre outros.

A existéncia de ruido na imagem pode ser provida da etapa de
aquisicao da imagem, pois 0s equipamentos utilizados estéo sujeito a interferéncia,
que podem causar distor¢des na imagem. Essas distor¢cdes podem ser alteragbes
nas cores, manchas ou até mesmo qualidade por causa da resolucado de captura.
Entdo nesta etapa serdo aplicadas corre¢des visando suavizar a quantidade de
distorcao ou ruidos.

Para efetuar as correcbes sédo aplicados um ou mais filtros visam
resolver determinado problema. Os filtros passa—baixa, passa-alta e equalizacao de
histograma sdo comumentes utilizados na etapa de pré-processamento.

O filtro passa-baixa suaviza e diminui os ruidos causados pela
processo de captura da imagem digital quando ela sofre interferéncia pela alteragao
abrupta e difusa no contraste da imagem, atenuando as altas frequéncias aplicando
um filtro que realiza esmaecimento da imagem. Sua aplicacdo € através da

convolucdo de uma mascara na qual todos os valores sdo maiores que zero e
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geralmente cada ponto da mascara tem o mesmo valor em relacdo a distancia do
ponto central da mascara. A Equacdo 3 mostra um exemplo de mascara para a
filtragem de ruidos no formato passa-baixa, que € aplicada em forma de uma janela
mével, onde a seu funcionamento consiste em posicionar a janela sobre o canto
superior esquerdo da imagem, multiplicando cada pixels pelo respectivo valor da
janela. Em seguida, substitui-se o valor do pixel central dessa area da imagem pela
soma desses 9 valores, dividindo-os por 9, assim encontrando o novo valor do pixel
correspondente a imagem de saida. Essa operacdo deve ser feita pixel-a-pixel
aplicando sobre toda a imagem, com isso 0 novo valor do pixel sera recalculado em

funcao dos seus 8 vizinhos mais proximos.

O S Sy
O S ey

O filtro passa-alta realca os detalhes, isto €, as transicOes entre
regides diferentes tornam-se mais nitidas. Sua aplicacdo € recomendada em
imagens que deve destacar as bordas, linhas curvas ou manchas, sendo que nao se
deve aplicar este filtro sobre imagem com ruidos, pois ele ir4 enfatiza-lo. A Equacao
4 mostra um exemplo de mascara passa-alta. A aplicacédo deste filtro € equivalente a

do filtro passa-baixa.

0 -1 0
1 4 -1 (4)
0 -1 0

Outra técnica de realce existente e muito utilizada é a equalizacéo
do histograma, que é utilizado para verificar a distribuicdo dos niveis de cinza de
uma imagem. Ele fornece a informacgédo de quantos pixels na imagem possuem um
determinado nivel de cinza, com essa informacdo pode-se verificar se a imagem
esta com alto ou baixo contraste [14]. Geralmente, como visto na Figura 9, ele &
visualizado através de um grafico (x,y), onde o x € a distribuicdo dos niveis de cinza

e oy é a frequéncia que os mesmos ocorrem.
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Figura 9 — Exemplo do Grafico do Histograma

Frequéncia

O (NC) 255

Caso o histograma tenha uma concentracao de pontos na esquerda
do gréfico significa que a imagem esta escura, e caso a concentracao seja na direita
do gréfico ela estd muita clara. Para deixar a imagem com uma boa distribuicdo
utiliza-se a equaliza-lo, ou seja melhorar a distribuicdo de freqiiéncia na imagem. A
Figura 10 ndo contém uma boa visualizacdo, isso pode ser visto pelo seu gréafico
representando o histograma. A equalizacdo é mostrada na Figura 11, pode-se notar
com facilidade a melhora na imagem.

Figura 10— Imagem com concentracdo de pontos e histograma da imagem

tE

Figura1ll-— Imagem com equalizacao e histograma da imagem
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A alteracdo do contraste € uma forma de modificar o histograma
para tentar equaliza-lo. Uma iluminagcdo deficiente ou uma falha na captura da
imagem poderd deixa-la com pouco contraste [48]. Aumentando o contrate a
separacado entre os elementos existente tornara mais evidente.

A Figura 12 possui uma iluminacdo deficiente, isso pode ser visto
pelo seu histograma concentrado no lado esquerdo, que possui tons de cinza entre
0s niveis 0 (preto) e 60 (cinza escuro), para a melhor visualizacdo deve-se tentar
expandir o seu histograma utilizando a alteragéo do contraste.

Figura 12 — Imagem Original (A) e seu histograma (B), [48]

I

(A) (B)

Para a modificacdo do contraste [48] utilizou uma técnica conhecida
como contrast stretching. A equacéo utilizada para a transformacao é representada
pela Equacgédo 5, onde i é o valor do tons de cinza original do pixels analisado, [a , b]
€ a faixa de tons de cinza original, i' € o valor do tons de cinza transformado do
pixels analisado e [A , B] € a faixa de tons de cinza expandida.

B-A

i=——"(i-a)+A
b—a( )

(5)
No caso da Figura 12 [a,b] tem o valor de [0,60]. [A,B] sera usado
como [0,255] para expandir ao maximo o histograma. Colocando os valores na

formula anterior tem-se:

1!

S 29790y 40=22i-425i
60 -0 60
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Entdo para alterar o contraste da Figura 12, deve-se multiplicar
qualquer valor de i por 4,25. A Figura 13 mostra o resultado da equalizacdo da

Figura 12.

Figura 13 — Imagem equalizada (A) e seu histograma (B), [48]

(B)

2.1.3 Segmentacao

A segmentacdo € responséavel por dividir a imagem, separando as
partes interessantes ao sistema. Esse processo pode ser repetido véarias vezes,
retirando a cada execucao elementos da imagem que néo interessam ao processo,
sendo que seu objetivo é isolar o elemento procurado. O algoritmo de segmentacao,
para as imagens monocromaticas, é geralmente baseado em descontinuidades ou
similaridades entre pixels [48]. O primeiro algoritmo faz a segmentacdo da imagem
verificando a mudanca de niveis de cinza, sendo muito utilizada para a deteccéo de
pontos isolados, linhas e bordas da imagem. O segundo algoritmo faz a
segmentacgéao verificando regides da imagem que possuem 0 mesmo padrao, como
cor ou textura. Esses algoritmos podem utilizar técnicas de limiarizacao,
crescimento, divisdo e fusdo de regides [16]. Os algoritmos de segmentacao
baseados em limiarizacdo, deteccdo de bordas e orientados por regido serao
descritos a seguir.

A limiarizacdo é utilizada quando o elemento procurado na imagem
possui um fundo contrastante, isto é, quando o valor do pixel analisado for diferente
do valor do limiar, sendo considerado parte do elemento. Uma imagem limiarizada

g(x,y) é definida pela Equacéao 6.
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G(x,y 1 se
)= fxy) =T

(6)

0 se
fxy) =T

O f(x,y) € o valor correspondente ao nivel de cinza da imagem nos
pontos x e y. Os pixels pertencentes ao objeto sao rotulados como 1, os pixels
pertencentes ao fundo séo rotulados como 0 e T é o valor predefinido de um tom de
cinza denominado como limiar ou threshold.

A segmentacado por limiarizacdo pode ser feita completa ou parcial.
Na completa é definido um limiar global e a segmentacdo € feita na imagem de
entrada [48]. Na figura 14 pode-se ver a imagem com um fundo contrastante e seu

histograma.

Figura 14 — Imagem (a) e seu histograma (b), [48]

H

(a) (b)
Na figura 15 foi escolhido um limiar global e foi realizado a

limiarizacdo da imagem, pode-se ver que a segmentacdo da imagem foi bem

sucedida.

Figura 15 — Imagem segmentada (a) e escolha do limiar (b), [48]

Limiar

(@) (b)
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Na parcial a imagem é divida em parte que possuem propriedades
comuns, como brilho e cor, e um limiar parcial é escolhido para cada parte. Na figura
16 pode-se perceber que a imagem possui iluminacao diferente em determinadas
partes, entdo a escolha de um limiar global ndo segmentara a imagem com o

resultado pretendido.

Figura 16 — Imagem (a) e seu histograma (b), [48]

B
(@) (b)

A Figura 17 mostra a segmentagcédo da imagem e o valor do limiar
escolhido, pode-se perceber que a segmentacéo realizada nao obteve o resultado

pretendido.

Figura 17 - Imagem segmentada (a) e escolha do limiar (b), [48]

Limiar

[ .

() (b)

Para melhorar a segmentacdo pode-se utilizar um limiar para cada
area da imagem e concatenar os resultados posteriormente

Além da limiarizacdo no modelo de tons de cinza também € possivel
aplicar esse processo em outros modelos de cores como RGB e L*a*b*, onde um ou
varios limiares podem ser definidos. Este tipo de técnica tem vantagens quando se

quer separar um objeto pela sua cor ou luminéncia.
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Apos a realizacdo da segmentacdo a imagem deve ser representada
para que elemento encontrado possa ser analisado posteriormente. A representacao
pode ser feita através da representacdo das caracteristicas externas (como bordas),
ou de suas caracteristicas internas.

A caracteristica externa é geralmente utilizada quando o formato do
elemento € necessario, e a interna quando o interesse estd em sua textura, cor e
outras caracteristicas

A deteccdo de bordas permite detectar as descontinuidades
existentes na imagem, destacando os contornos de objetos através da aplicacéo de
uma mascara que identifica locais de mudancas significativas de contraste na
imagem. As mudancas podem ser descritas basicamente pelo conceito de derivada.

Existe uma grande quantidade de técnicas para deteccdo de bordas,
desde as mais classicas as mais inovadores, mas praticamente todas possuem a
mesma idéia central, encontrar variacdo de cores ou luminosidade entre pixels
vizinhos, pois uma borda em uma imagem nada mais € do que a variagdo de
contraste em uma imagem, definindo assim o contorno do objeto.

O operador de sobel € um algoritmo popular que destaca as bordas
dos objetos existentes na imagem. Ele consiste na aplicacdo de duas pequenas
mascaras, onde a primeira € utilizada para o célculo da derivada em funcéo de x, o
Gx e a segunda é utilizada para o célculo da derivada em funcao de y, o Gy, ambas
respectivamente apresentadas pelas Equacdes 7 e 8. A figura 18 mostra a aplicacéao

do operador de sobel sobre a imagem Lena.

Figura 18 — Operador de Sobel aplicado a imagem Lena (Figura 2)
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As bordas sao destacadas pelo célculo da magnitude do gradiente
das derivadas de x e y através da Equacdo 9. A direcdo do gradiente pode ser

estimada através da Equacado 10, conhecida como imagem ® de origem.

1 0 -1

Gx=|2 0 —-2|xI (7)
1 0 -1
1 2 1

Gy=|0 0 0 (xI (8)

-1 -2 -1

G =+/(Gx)* +(Gy)* ()

Gy
® = arctan(—2
arctan( X) (10)

A segmentacao orientada a regibes pode ser dividida em duas
formas bésicas: Crescimento de regides por agregacao de pixels; e Divisdo e unido
de regides.

No crescimento de regifes sdo plantadas sementes em pontos da
imagem e a partir deles a regido ira crescendo anexando pixels que possuem certa
similaridade a cada semente até que todos os pixels da imagem pertencam a
alguma regiao.

Na divisdo e unido de regides a imagem € dividida em um conjunto
aleatério e disjunto de partes que a partir de similaridades irdo se unindo, até nao
ser mais possivel encontrar regides similares [42].

O algoritmo de Mumford & Shah [37] é um algoritmo de
segmentacdo de imagens baseado no crescimento de regifes, sendo uns dos mais
utilizados na area de processamento de imagem. Seu funcionamento consiste na
andlise da funcdo de energia, descrita na Equacédo 11, onde as regides possuem um
comportamento elastico definido pela funcdo, onde esses grupos de pixels
caracterizando pedacos de borracha sdo soltos sobre os pontos iniciais,
denominados sementes, e comecam a ser esticados sobre as regides. A fuséo de
areas pode ser utilizada quando a borracha possui elasticidade de abranger mais
pixels que s&o pertencentes a outra borracha.
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EQu,K)=[[llu-glizdxdy+ [ [||Vuljdxdy+2 (11)
Q

Q/K

Seu funcionamento tem como base a variancia dos tons de cinza da
imagem, assim quanto maior a variancia do tom de cinza maior e mais dificil € a
unido de regides. Os termos da funcional de energia de Mumford & Shah sé&o

descritos a seguir:

E(u,K) Energia funcional de Mumford & Shah

Q Dominio da Imagem

Qi Regido Sensata (Piece-wise)

u(x,y) Funcéo diferencavel dentro de cada regido
g(x,p) Intensidade de Luz

K Fronteira enfre regioes

A Pardmetro de escala

I(K) Comprimento dos arcos das bordas

A aplicacdo do algoritmo de Mumford & Shah pode ser visto na
Figura 19, onde o 1 =1400 define o parametro de escala, onde quanto maior o valor

maior sera a contribuicdo desse termo para o valor da energia.

Figura 19 — Resultado da aplicagédo do algoritmo de Mumford & Shah a Lena

Outra técnica de segmentacdo utiliza a morfologia matematica que
tem como base o0 conceito da algebra, como teoria dos conjuntos e reticulados
completos, e da geometria, como translacdo, conexidade e distancia, sendo

estudada pela area de processamento e analise nao linear de imagens digitais.
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Por seu reconhecido poder a morfologia matematica € uma
ferramenta utilizada para processamento e andlise de imagem em diversas areas,
tais como, mineralogia, histologia, andlise de imagens médicas, analise de
documentos e visdo computacional, além de realizar processo como realce,
filtragem, segmentacéo, esqueletizacéo e outras afins.

Seu funcionamento consiste na andlise geométrica de uma imagem
através de casamentos entre a imagem principal e pequenos padrées, chamados de
elementos estruturantes, em diversas regides da imagem. Com a variagcdo destes
padrdes € possivel realizar a extracao de caracteristicas numéricas uteis.

Apesar de originalmente ser desenvolvida para trabalhar com
imagens binarias sua evolucao durante anos fez com que existissem variagdes que
trabalham com imagens em tons de cinza e coloridas. A diferenca esta na forma de
trabalhar com os valores dos pixels. Na operacdo de imagens binarias sé&o
trabalhados com os pixels pretos que séo identificados pelos seus indices de linha e
coluna a partir de um ponto no espago bidimensional, como por exemplo,
A={(1,1),(3,3),(7,3)}, onde a mudanca de uma valor de um pixels significa a mudanca
da cor dele, como de preto para branco. Na imagem colorida e em tons de cinza as
operacdes de conjunto realizadas ndo implicam na retirada ou inclusdo de um pixel,
mas sim na modificacéo parcial de seu valor, sendo seu valor representado por trés
elementos, sendo os dois primeiros as coordenadas do pixel e o terceiro a cor do
pixel.

Para aplicacdo dos testes com morfologia matematica foi utilizado a
toolbox pymorph com suas fun¢gées mmero e mmdil, que respectivamente realizam a
erosdo e a dilatacdo da imagem. Com a aplicagcdo sobre imagens binarias a
dilatacdo expande a objeto acrescentando uma borda sobre o objeto. A erosao
diminui o objeto retirando a borda do objeto. Através da funcdo mmtoggle é
calculado o resultado da dilatagdo menos o resultado da eroséo, assim restando a
borda do objeto.

Outras funcdes podem ser utilizadas para melhorar os resultados, a
funcdo mmareaopen e mmareaclose gque respectivamente remove os pixels isolados
enquanto o outro preenche pequenas falhas de conectividade entre os pixels. Na
morfologia matematica 0 mmareaopen € denominado como algoritmo de abertura e
o mmareaclose algoritmo de fechamento. Para encontrar o esqueleto do objeto foi

utilizada a funcdo mmthin, que consegue definir a estrutura do objeto.
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2.1.4 Representacao e Descri¢do

Apdés a segmentacdo o0s dados sdo representados por varios
conjuntos de pixels, denominado raw pixel data, definindo as fronteiras existentes na
imagem. Realizar comparacao, verificacdo de similaridades e busca de padrdes
nesta grande quantidade de pixels gera um altissimo custo computacional, assim a
criacao de alguns descritores facilita o processo. Estes descritores irdo definir quais
as partes segmentadas sdo importantes para uma tarefa especifica e a informacao
contida neles pode ser quantitativa, como tamanho de area ou informacdes
estatisticas como coloracdo média, entre diversos outros tipos de atributos

extraidos. Esta etapa pode ser chamada de selecao de atributos.

2.1.5 Reconhecimento e Interpretacao

Nesta etapa com base nas informagdes fornecidas pelos descritores
sdo atribuidos rétulos aos objetos encontrados, assim possibilitando que um
conjunto de objetos reconhecidos seja interpretado, isto é, sejam atribuidos
significados a eles. Para isso sdo aplicadas técnicas de inteligéncia artificial ou

estatisticas sobre os descritores identificando padrdes ou objetos esperados.
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3 RECONHECIMENTO DE PADROES

Definir padrdes visuais € de extrema importancia em atividades que
tém como objetivo correlacionar objetos [5, 1, 56, 36], ou seja, encontrar
similaridades visuais ou conceituais entre diferentes elementos determinando as
relaces existentes entre eles. Essas similaridades podem ser determinadas através
da procura de padrdes especificos, sendo que o grau de dificuldade desta atividade
esta diretamente relacionado com a quantidade de itens e a complexidade das
relaces procuradas [5].

Os objetos podem ser uma imagem, um sinal de onda ou qualquer
outra medida. No presente caso estes objetos sdo sinais bidimensionais, isto é
imagens digitais. Os estudos de reconhecimento de padrbes acontecem a muito
tempo, mas antes de 1960 eram responsabilidades dos profissionais de estatisticas
que através de estudos formulavam teorias nesta area.

Quando a procura de padrdes € executada por uma pessoa a
definicdes de caracteristicas podem estar sujeitas a uma analise subjetiva [7, 36, 54,
57], pois a sua percepcao € influenciada pela sua educacéo e a sociedade em que
vive [49], assim em diferentes povos e culturas a andlise de correlacdo pode resultar
em diferentes resultados.

Visando a eliminacéo da andlise subjetiva, encontrar padrbes visuais
em objetos tem sido alvo de constantes pesquisas na area computacional [41, 57, 1,
43, 2], pois a utilizacdo de técnicas de processamento de imagem e inteligéncia
artificial potencializam a realizagdo desta tarefa garantindo maior eficiéncia e
otimizacdo do resultado esperado.

Com a criacdo dos computadores foi possivel desenvolver e colocar
em pratica as teorias definidas e apds o periodo pds-industrial o reconhecimento de
padrdes esta se tornando importante nas aplicacdes de engenharia e pesquisas
cientificas, pois suas aplicacdes fazem parte das maiorias dos sistemas inteligentes
gue tem como objetivo tomar decisbes. A visao artificial através do computador tem
sido muito importante nas aplicacdes de reconhecimento de padrdes.

Na area de processamento de imagem a visdo computacional tem
desempenhado um papel fundamental no auxilio e melhoria do reconhecimento de
padrdo. Uma aplicacao tipica da utilizacdo destes recursos esta nas industrias de

transformacdo na qual a montagem e a inspecao visual sdo realizadas de forma
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automatica. Por exemplo, em uma industria em que 0s objetos percorrem as etapas
de fabricacdo através de uma esteira até chegaram na estacdo de inspecado, que
através de uma camera captura a imagem do objeto para ser definido o seu padrao,
como cor e formato, e posteriormente comparados com o padrdo necessario. Assim,
podendo descartar ou ndo automaticamente o objeto fabricado.

Também pode-se destacar a extrema importancia dessa técnica na
agricultura, pois a definicdo de padrdes visuais de tamanho e cor em plantas, como
flores, folhas, frutos e sementes séo alvo de estudos constantes para a melhoria das
culturas vegetais, visto que tais padroes estdo relacionados a qualidade e
quantidade dos produtos agricolas [55]. Artigos que exploram a busca de padrées
através da analise de imagens em flores sdo abordados em [57, 55, 41, 39, 36, 26].
Outros artigos também realizam a andlise de cores em macas [30], tomates [7],
meldes [54] e em grama [25].

O termo padrdo consiste em um conjunto de caracteristicas ou
medidas pertencentes a um objeto, coletados a partir de uma transformacgé&o, ou
sequéncia de transformacdes aplicadas sobre a imagem. Conceitualmente [15] o
reconhecimento de padrdo segue as etapas apresentadas na Figura 20: coleta de
dados, normalizacdo, estimacdo n&do-paramétrica do erro inicial, extracdo das

caracteristicas, classificacdo, estimagédo paramétrica do erro final, testes.

Figura 20 - Sintese do fluxograma de classificacdo apresentado por [15]
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Para melhorar o desqmpenho o fluxograma do processo de
classificacdo define algumas etapas de realimentacdo, visando a otimizacdo do
processo. Quando o erro obtido ndo é satisfatério pode-se retornar 0 processo para
a etapa de extracdo de caracteristicas selecionando outras formas de extracéo e até
mesmo alterando o classificador. Apds os teste finais pode-se retornar ao inicio do
processo alterando os parametros de algumas etapas para tentar encontrar um
melhor resultado. E importante ressaltar que o termo extracéo de caracteristicas visa
a segmentacéao, selecdo ou combinagao de dados para formar um pequeno conjunto
de informacdes mais relevante para o reconhecimento.

As quatro melhores abordagens para o reconhecimento de padrdes
sdo [21]: Template machine, Estatistica, Sintatica, e Redes Neurais, demonstrados
na Tabela 1. Esses métodos ndo sdo necessariamente independentes e alguns
possuem diferentes interpretacées. Modelos hibridos envolvendo varios métodos

também foram projetados.

Tabela 1 - Abordagens para o reconhecimento de padrdes. Adaptagao de [21]

. Funcéo de .
Abordagem Representacéo i Critério
Reconhecimento
Template Amostras, Pixels e . . o
) Correlagéo e Distancia Erro de Classificacé@o
machine Curvas
. o Funcao Erro de
Estatistica Caracteristicas o o
Discriminante Classificacao
Sintatica Primitivas Regras e Gramética Erro de aceitacéo
Redes Amostras, Pixels e . Erro Médio
) o Funcéo e Rede
Neurais Caracteristicas Quadrado

A template matching trata-se de uma abordagem simples baseada
no casamento de modelos, pois 0 modelo do objeto procurado esta disponivel
possibilitando a comparacdo com objeto encontrado [21]. Normalmente este modelo
sao formas 2D, como por exemplo imagens. Para classificar o objeto deve-se conter
0 padrdao a ser reconhecido, levando em consideracédo variagbes com translacao,
rotacdo e mudancas na escala. A medida de similaridade, geralmente, é atribuida
pela correlagdo existente entre o modelo e o objeto encontrado, podendo ser a

otimizada com base no conjunto de treinamento.
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A abordagem mais abrangente é a estatistica [15], que tem sido
utilizada para projetar uma série de aplicacbes comerciais [21]. Ela consiste em
formular através de um conjunto de medidas uma base estatistica para que o
algoritmo de classificacdo associe cada vetor de entrada a uma classe previamente
estabelecida por um treinamento que identificou os limites que separam as classes
existentes, assim reconhecendo a natureza estatistica das caracteristicas utilizadas
para formular as classes e os resultados que devem ser expressos. Para demonstrar
0 conceito de fronteira de classes observam-se os dados da pesquisa de JANSSEN
[22] na qual sdo obtidas a medida da massa corporal e massa muscular de homens
e mulheres. Pode-se observar que a Figura 21 mostra a curvatura estabelecida para

homem e mulher definindo assim a tendéncia particular de cada classe.

Figura 21 - Exemplo de definicdo de classes: Trabalho de JANSSEN [22] onde foi
estabelecida a regra para diferenciacdo entre homem e mulher
baseada na massa corporal e muscular
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A existéncia de tendéncia viabiliza a utilizacdo de funcdes
discriminantes que no exemplo de JANSSEN [22] possuem como argumento as
medidas de massa. Tais func¢des, apds treinada com alguns valores de entrada,
retornaram um valor que analisado por um classificador definirh se o género é
masculino ou feminino. A modelagem do classificador depende das particularidades
das classes analisadas por ele definidas na etapa de aprendizado ou treinamento.

A abordagem sintética consiste em dividir um padrdo complexo em

subpadrbes simples que sdo compostos por subpadrées mais simples ainda
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obedecendo a uma perspectiva hierarquica [21]. O mais simples subpadrdo é
chamado de primitivo. Uma analogia desta abordagem € a comparacao da estrutura
de padrdes a sintaxe da linguagem. Os padrdes podem ser vistos como uma frase, 0
primitivo como o alfabeto e subpadrfes intermedidrios como a graméatica da
linguagem. Assim um pequeno numero de primitivas e regras gramaticais pode
definir uma colecao de padrdes complexos. Sua abordagem vem sendo utilizada em
problemas cujo padréo procurado tem estrutura definida e que pode ser definido por
um conjunto de regras, tais como busca de textura, forma e andlise de contornos.

As redes neurais podem ser vistas como um sistema de computacéo
paralelo composto por um namero extremamente grande de processadores simples
com muitas interconexdes [21]. A principal caracteristica desta abordagem € que ela
consegue apreender relacdes complexas nao lineares. As técnicas mais utilizadas
no reconhecimento de padrdes € a feedforward (sem retroalimentacao), Perception
Multicamadas e a Radial Basis Function (RBF). Outras como Self-Organizing Map
(SOM) e a Rede de Kohonen sao utilizadas principalmente para agrupamento de
dados e mapeamento de recursos. Seu funcionamento consiste em estabelecer uma
arquitetura e pesos para as conexdes tornando a rede utilizada capaz de classificar
ou agrupar corretamente as classes. Esse tipo de abordagem vem se tornando

popular gracas a eficiéncia dos algoritmos de aprendizagem utilizados.

3.1 EXTRACAO DAS CARACTERISTICAS

Extrair caracteristicas é encontrar fun¢des que quantifiguem uma ou
mais medidas de uma propriedade de um objeto [42]. Em se tratando de extrair
caracteristicas de uma imagem os métodos de extracao de caracteristicas possuem
as habilidades de extrair caracteristicas e também de reduzir a dimensionalidade
dos dados gerando conjunto de n caracteristicas que, juntas, formam o vetor de
caracteristicas. Seu funcionamento consiste em simplificar um conjunto de dados
descrevendo um grande conjunto com mais precisdo. Quando se analisa uma
grande e complexa quantidade de dados maior é a complexidade e os problemas
computacionais, pois ao analisar uma gama muito grande de variagdes numeéricas
pode ser necessario uma grande quantidade de memdéria e um alto poder de
processamento muitas vezes conduzindo o algoritmo de classificacdo a gerar uma

guantidade grande de classes ou classes desnecessarias. Os descritores analisados
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pela extracdo das caracteristicas sdo resultando do processo de representacdo da
imagem descrito anteriormente.

Em BROWN [3] € apresenta uma taxonomia das caracteristicas
mais utilizadas no processo de extracdo das mesmas, agrupando-os em seis
espacos. A Tabela 2 sumariza os grupos definidos por BROWN [3], sendo que a
utiizacdo de uma ou mais técnicas em conjunto podem otimizar o resultado
esperado.

Pode-se destacar a utilizacdo das caracteristicas estatisticas como
histograma, média e desvio padréo, que por representarem um comportamento mais
global sdo adequadas para inicializar o processo de selecdo ou eliminacdo dos
candidatos. J& para a busca por similaridades é recomendado a utilizagdo das
caracteristicas baseadas na intensidade dos pixels.

Tabela2 - Taxonomia dos espacos de caracteristicas [3]

Espaco de Caracteristicas Caracteristicas
Intensidade Bruta Baseia-se na intensidade dos pixels
Bordas Estrutura intrinseca, menos sensiveis ao ruido. Aplicado

em bordas, contornos e superficies.

Caracteristicas salientes Estrutura intrinseca. Posicionamento preciso.
Abrange curvatura, centro de gravidade, intersecdo de

linhas e descritores de Fourier.

Caracteristicas Estatisticas Utiliza todas as informagfes. Obtém bons resultados
para transformacdes rigidas, as suposicoes.
Abrange dispersdo espacial, momentos invariantes e

centroide / principais

Caracteristicas de alto nivel Utiliza relacBes e informacdes de alto nivel, bons
resultados para correspondéncia local.

Abrange caracteristicas estruturais (grafos), sintaticas
(gramaticas) e redes semanticas (regibes de cena e

suas relacdes).

Matching” versus Modelo Estrutura intrinseca e precisa, o ruido em uma Unica
imagem.
Abrange atlas anatémico, mapa geografico modelo do

objeto.

> Método de segmentacdo utilizado quando se conhecem os objetos ou estruturas presentes na
imagem. Trata-se de procurar na imagem uma instancia de um modelo pré-determinado.
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3.2 PRE-PROCESSAMENTO E REDUCAO DE DADOS

A fase de pré-processamento realiza a padronizagéo e redugdo dos
dados para que o algoritmo classificador realize sua funcdo. Esta é uma etapa
indispensavel, pois seu resultado influéncia no desempenho da classificacdo. Ele é
dividido em cinco etapas: limpeza dos dados, tratamento dos valores omissos,

amostragem, selecdo de caracteristicas e discretizagéo.

3.2.1 Limpeza dos Dados

Esta etapa € necessaria para eliminar possiveis erros de
alimentacdo ou armazenamento na base de dados que serd analisada. A deteccao
deve ser realizada levando em consideracdo a forma que o dado € coletado e
armazenado. Quando o erro € ocasionado pela alimentacdo dos dados através de
um humano € possivel identifica-lo através da andlise e comparacdo dos dados
cadastrados com os valores normalmente frequentes para aquele campo. Em caso
dos valores serem coletados por sensores, pode-se levar em consideracdo a
geracdo de ruidos a medicdo pelo equipamento, onde dependendo da natureza do
sinal diversos filtros podem ser aplicados para reduzir ou eliminar o ruido. Também
pode-se realizar a limpeza de dados eliminando cadastro repetidos ou

representacdes de dados heterogenias, expressa em diferentes unidades.

3.2.2 Tratamento de Valores Omissos

Ao encontrar valores omissos € necessario realizar a verificacdo
para diagnosticar se agueles campos ndo estdo definidos porque existe alguma
impossibilidade logica ou se existe uma inconsisténcia no cadastro, pois 0 campo
deveria estar preenchido. No primeiro caso pode-se aplicar um valor indicando o
status do campo ou eliminar este registro, pois alguns algoritmos de classificacéo
ndo conseguem trabalhar com valores omissos. No segundo caso, além da
eliminacdo pode-se tentar outra solugdo menos radical, porém mais dificil, encontrar
através de comparacdes com registros parecidos o valor a ser inserido no campo ou,
mais simples, substitui-lo pela média ou pela moda dos valores do atributo,

lembrando que essas solucdes podem influenciar no resultado da classificacao.
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3.2.3 Amostragem (Sampling)

Utilizados todos os dados disponibilizados para a classificacdo pode
gerar um tempo elevado de processamento e necessitar de um poder computacional
muito alto. Outro problema € que varios algoritmos de classificacdo possuem limites
guanto ao numero de casos que conseguem tratar, em contra partida muitos desses
algoritmos possuem resultados bastante aceitaveis quando treinado com um
subconjunto dos dados disponibilizados. Para solucionar esse problema €
necessario recorrer a técnicas de reducéo de dados, selecionando uma amostragem
dos dados.

Existem duas técnicas para selecionar a amostra de dados, a
estatica e a dindmica. A amostragem estatica tenta deixar o subconjunto com as
mesmas caracteristicas do conjunto completo enquanto a dinamica visa o
desempenho do algoritmo de classificacdo utilizado. A amostragem dinamica possui
melhor desempenho do algoritmo de classificagdo se comparado com a amostragem
estatica [23]. A forma de escolha de cada individuo pode ser classificada como
aleatdria ou seletiva, onde na primeira todos os dados tém a mesma probabilidade
de serem escolhidos e na segunda cada registro possui uma classificacdo dara a ele

maior ou menor vantagem no processo de selecao.

3.2.4 Selecdo das Caracteristicas

Para aumentar a eficiéncia do sistema de classificagao e reduzir
custos computacionais € necessario definir quais caracteristicas serdo analisadas
[21]. Nesta etapa nenhuma nova caracteristica sera criada, apenas serao
selecionadas as caracteristicas mais representativas e descartadas as menos
importantes. E importante salientar que o exceto de caracteristicas pode prejudicar o
resultado, visto que alguns algoritmos de classificacdo possuem limitagcdes a
quantidade de descritores utilizados. Neste caso é importante utilizar um método
automatico para selecionar um subconjunto que serd utilizado na etapa de
classificacdo, visando a otimizacdo do resultado e um melhor desempenho do
algoritmo.

Além da técnica de reducéo de dimensionalidade o algoritmo podera

realizar a fusdo dos dados, que acontece quando duas ou mais caracteristicas



46

apresentam as mesmas caracteristicas variacdo de valores. A selecdo pode ser
realizada por métodos supervisionados ou ndo supervisionados [29]. Os métodos
supervisionados sdo métodos estaticos baseados na busca do resultado por
exaustdo, enquanto o ndo supervisionado é baseado em heuristica e ndo se sabe a
influéncia de cada caracteristica no resultado final sendo que a selecéo é realizada
baseada na correlacdo entre as caracteristicas. Pode-se dividir os métodos de
selecdo em dois grupos [23]: os filtros e wrappers, onde os filtros sao aplicados
antes da fase de classificacdo e os wrappers selecionam as caracteristicas visando
o melhor desempenho do algoritmo de classificacdo. A taxonomia dos métodos
selecdo de caracteristicas segundo [21] é apresentada na Figura 22, onde o0s
algoritmos sao divididos em duas grandes classes, as dos métodos estatisticos e 0s

que utilizam redes neurais.

Figura 22 - Adaptacdo da Taxonomia de selecdo das caracteristicas segundo [21]
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Em aplicacbes de redes neurais Node Pruning ou “corte de nos” é
um método de selecdo que através de uma rede Percepton MultiCamadas com
retro-alimentacéo tenta-se eliminar varias caracteristicas de uma vez e realizar um
novo treinamento com as caracteristicas restantes através de um algoritmo de

aprendizado baseado em retro-propagacdo (backpropagation). E utilizando para
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eliminacdo dos nos o valor de saliéncia, assim 0s nds menos saliente sao
eliminados, sendo que a saliéncia de um nd é a soma do aumento do erro com a
remocdo daquele né. E necessario remover uma caracteristica por vez e realizar
imediatamente o re-treino [32]. Isso acontece, pois a eliminacdo de uma
caracteristica do conjunto pode ser irrelevante, mas sua auséncia pode aumentar a
importancia de outra caracteristica. A execu¢ao dos treinamentos sucessivamente a
cada exclusdo aumentard o custo computacional.

Para obter realmente a melhor qualidade no conjunto de
caracteristicas o unico método é o exaustivo. A busca exaustiva consiste no teste de
todas as combinacdes possiveis para determinar qual o conjunto de caracteristicas é
0 mais relevante. Sua deficiéncia esta na procura da melhor configuracdo em uma
grande quantidade de caracteristicas, pois sua complexidade é da ordem de 2"-1,
sendo n 0 numero de caracteristicas. Sua complexidade pode reduzir quando
definimos o nimero maximo de caracteristicas por conjunto. Um método guloso
pode ser aplicado eliminando as caracteristicas menos relevantes sucessivamente a
cada interacdo, isso melhorara o tempo de respostas, mas ndo garantird o retorno
do melhor conjunto. Um método ndo exaustivo que garante o melhor resultado € o
Branch and Bound [15].

Utilizada para encontrar a solugdo 6tima de problema de otimizag&o
NP - dificeis o algoritmo de Branch na Bound percorre uma arvore de enumeracéo a
procura de solucdes, o que permite que o algoritmo desenvolvido utilize paralelismo,
pois a analise de sub-arvores podem ser realizadas de modo quase independente.
Seu funcionamento consiste em achar a solugdo para um subproblema (nd) e a
partir da solugcdo deste subproblema achar a melhor solugdo, dividindo
iterativamente a arvore em subproblemas mais faceis de serem resolvidos que o
problema original. A definicdo de limites para a solucdo Otima ira limitar o
crescimento da arvore. Baseado nisto pais terdo valores maiores que os filhos,
assim pode-se destacar toda uma sub arvore descendente de um pai, ja sabendo
que o valor encontrado ndo é desejado, mesmo assim no pior caso sua
complexidade é da ordem de 2"-1.

Os métodos estocéasticos com multiplas solugbes tras diferentes
conjuntos de solugbes que obtiveram um bom resultado pela avaliagdo da funcao

critério. Uma caracteristica importante é que a cada vez que é executado o algoritmo
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fornece solucbes diferentes da anterior. Neste tipo de solucdo sao utilizados
algoritmos genéticos [47].

Nesta abordagem o conjunto de caracteristica é representado um
uma cadeia, chamada de cromossomo, de tamanho N formado por numeros
binarios, onde o 0 representa a auséncia da caracteristica na solugcéo. Para iniciar o
processo uma populacdo de cromossomos é gerada aleatoriamente e cada um é
avaliado por uma funcdo de aptiddo denominada fitness, a qual define se o0s
cromossomos deverdo sobreviver ou morrer na proxima geracao. A criagdo de novos
cromossomos é feita por cruzamento e mutacodes.

ApoOs varios cruzamentos a aptiddo da geracdo sera melhorada até
que o critério de parada seja atingindo. O melhor cromossomo pertencente a
geracao otimizada sera utilizado como referéncia para a sele¢éo das caracteristicas.

Diferentemente do método estocasticos 0 meétodo deterministico
sempre apresenta as mesmas solucdes a cada execucdo. Entre varios métodos
alguns utilizam-se de um grafo para representar o espago das caracteristicas, onde
cada né representa um sub-conjunto e a aresta a relacdo entre 0s sub-conjuntos.
Para encontrar a melhor configuracéo utiliza-se algoritmos de busca em grafo, onde
pode destacar o beam search que utiliza o algoritmo Best-first search para construir
a sua arvore de busca [47].

Entre os métodos estocasticos com solucdo Unica pode-se destacar
a técnica de Simulated Annealing que é uma analogia da termodinamica entre o
modo como um metal com alta temperatura se resfria gradativamente varias vezes
até a sua solidificacdo numa estrutura cristalina de energia minima. Na area
computacional esse conceito foi utilizado para procurar solugbes 6timas, evitando 0s
otimos locais. Seu funcionamento consiste em gerar uma solucao inicial qualquer e a
cada interacdo gerar um unico vizinho. A variacdo da funcédo objetivo é testada a
partir da relacdo dos vizinhos, que pode ser aceito a partir da probabilidade
dependente de T, chamado de temperatura. O processo € repetido até que o valor
de T se torne irrisério para aceitar um vizinho, assim encontrando o minimo local,
comisso a T é decrementada e o0 processo € realizado novamente.

Outro método existe para selecdo de caracteristicas sdo o0s
algoritmos deterministicos com solucdo Unica. Seu funcionamento basicamente é
baseado em busca, onde a maioria possui duas abordagens: para frente (botton-up)

e para tras (top-down). Na abordagem para frente € iniciado um conjunto de
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caracteristicas vazio e a cada interacdo a partir de um critério sera incluindo um
novo membro neste conjunto até que ele possua um tamanho especifico. Na
selecdo para tras inicia-se um conjunto com todas as caracteristicas e a partir de um
critério deve-se retirar uma a uma até que O conjunto possuir um tamanho
determinado. Em geral pode-se afirmar que o algoritmo para frente € mais rapido
gue o para tras, pois o custo para calcular a funcao critério para conjunto grandes é
maior de que para conjuntos pequenos. Quando o tamanho do conjunto esperado é
proximo ao numero de caracteristicas é preferivel utilizar o algoritmo para trds. Em
ambos o0s casos pode acontecer o efeito nesting, que € quando uma caracteristica
importante ndo foi atribuida ao subconjunto 6timo.

O método PTA(l,r), Plus | — Take Away r, foi desenvolvido para tentar
elimitar nesting. Seu funcionamento baseia-se na utilizacdo da selecéo pra frente e
para tras, onde inicialmente um conjunto nulo é gerado e € incluido | elementos e em
seguida é retirado r elemento, onde o | e o r sédo definidos anteriormente. Para seu

funcionamento correto o valor de | deve ser maior que o valor de r.

3.3 DISCRETIZACAO

A quantidade de valores distintos que um atributo pode apresentar
influéncia significativamente na qualidade de alguns algoritmos de classificagéo,
assim a discretizacdo tem como objetivo transformar valores continuos em
intervalos. Uma comparacdo empirica de varios métodos de discretizacdo conclui
que a discretizagdo ndo s6 melhora significativamente o desempenho dos algoritmos
afetados por esse problema como também melhora o resultado dos algoritmos
menos sensiveis ao mesmo [10].

Existem duas classes de métodos de discretizacdo a néo
supervisionada e a supervisionada. A primeira as classes sdo particionadas em
intervalos iguais. O risco de utilizar essa técnica € que pode ocorrer acumulo de
instancias em uma classe. No segundo existente uma correlacéo entre a classe e 0

atributo, sendo que o valor discriminante do atributo devera ser mantido.
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3.4 MODELOS E ALGORITMOS DE APRENDIZAGEM

A inteligéncia artificial € uma éarea de ciéncia da computacdo que
iniciou seu desenvolvimento logo apds a segunda guerra mundial, assim possui
anos de evolucédo, devido a isso existem muitos estudos que geraram algoritmos de
aprendizado com diversos objetivos, caracteristicas e aplicacdes. Por causa disso foi
necessario especificar quais algoritmos esta dissertacdo ira estudar. Assim, definiu-
se pelo estudo da ferramenta Waikato Environment for Knowledge Analysis (WEKA),
uma vez que ela possui um grande conjunto de algoritmos de classificacéo,
associacdo e clustering, sendo possivel a sua utilizacdo para a classificacdo e
avaliacdo dos problemas apresentados por esta dissertacdo. Nesta secdo serdo
apresentados os varios modelos e algoritmos de aprendizagem disponiveis no
WEKA, que sao divididos em modelos de classificacdo, de associacdo e de

clustering [53].

3.4.1 Modelos de Classificacao

O WEKA possui métodos para a classificacdo de dados divididos
em: tabela de decisdo, arvore de decisdo, regras de classificacdo, aprendizagem
baseado em instancia, redes bayesianas e funcdes. Cada categoria apresenta um
gama de algoritmos destinado a classificacdo dos dados, sendo cada topico
explicado a seguir.

Na tabela de decisdo os atributos de saida sédo representados na
mesmo forma dos atributos de entrada, ou seja, uma tabela. Nela sdo apresentadas
qual o conjunto de condi¢cbes que € necessario ocorrer para que um determinado
conjunto de acdes deva ser executado. E considerada a forma mais simples e
rudimentar de representar a informacdo de saida da maquina de aprendizado. A
Tabela 3 apresenta uma tabela cujo objetivo € determinar em quais condi¢cdes
meteoroldgicas deve-se jogar um jogo.

No exemplo da Tabela 3 é apresentada uma tabela de decisao onde,
apos o treinamento, de acordo com a previsao do tempo devera se decidido se ira
acontecer o jogo. Este caso possui quatro atributos: tempo, temperatura, umidade e
0 vento e um atributos de saida denominado jogar. O algoritmo tentara encontrar

quais as caracteristicas dos atributos sdo relevantes para a decisao de jogar ou nao.
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Tabela3- Condicbes do tempo. Adaptacédo da Tabela 1.2 de [53]

Tempo Temperatura Umidade Vento Jogar
Ensolarado Calor Alta N&o Nao
Ensolarado Calor Alta Sim Néo
Nublado Calor Alta Néo Sim
Chuvoso Média Alta Nao Sim
Chuvoso Frio Normal Néo Sim
Chuvoso Frio Normal Sim Néo
Nublado Frio Normal Sim Sim
Ensolarado Média Alta Nao Nao
Ensolarado Frio Normal N&o Sim
Chuvoso Média Normal Nao Sim
Ensolarado Média Normal Sim Sim
Nublado Média Alta Sim Sim
Nublado Calor Normal Nao Sim
Chuvoso Média Alta Sim Nao

A partir da tabela de decisdo é gerado um conjunto de regras,
demonstrado na Figura 23, que séo interpretadas em sequéncia, seguindo a ordem
que € apresentada, sendo que quando uma regra for verdadeira as demais serao

desconsideradas, pois as regras sao exclusivas.

Figura 23 - Conjunto de regras adaptado do WEKA, geradas pelo algoritmo de
tabela de decisdo baseada nos dados da tabela 3

Se Tempo = Ensolarado e Umidade = Alta entdo Jogar= N&o
Sendo Se Tempo = Chuvoso e Vento = Sim entdo Jogar= Nao
Sendo Se Tempo = Nublado entdo Jogar=Sim

Sendo Se Umidade = normal entdo Jogar=Sim

Sendo Jogar=Sim

E importante ressaltar a importncia de manter a estrutura do
conjunto de regras, pois se for levado em consideracdo apenas uma regra ou a
ordem das regras forem alteradas, € muito provavel que aconteca erros na
classificacao.

Os algoritmos baseados em arvore de decisdo apresentam seus

resultados em forma de uma &rvore, composta por nds que representam os atributos
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e arestas que associa um atributo a outro. A partir do né raiz inicial, através das
arestas o algoritmo vem percorrendo os nés descendentes testando os atributos até
encontrar um no folha que representa o resultado do processo de classificagéo. E
considerado uma aproximagcdo do divide-and-conquer, pois a medida que o
classificador percorre a arvore o numero de possibilidade diminui até chegar em uma
solucéo unica.

Geralmente o0 né representa um teste de um atributo, mais existem
modelos que pode-se comparar no mesmo né um ou mais atributos e até mesmo
uma funcédo de um ou mais atributos. No caso de atributo ser nominal o niumero de
filhos do n6 é a quantidade de valores possiveis do atributo. Se o atributo for
numérico normalmente o teste é realizado em cima das fun¢des de maior que ou
menor que certo valor predeterminado, assim existindo apenas duas hipoteses de
escolha. E alguns casos pode-se existir trés op¢des, maior que, menor que ou igual
a certo valor. Um exemplo da arvore de decisdo com atributos nominais e numeéricos
€ demonstrada pela Figura 24.

Esse algoritmo n&o tem a capacidade de trabalhar com atributos
nulos sendo necessario aplicar alguma técnica para validar esse registro, conforme
visto anteriormente. Outro problema é a ocorréncia de overfitting, pois o0 modelo
consegue classificar com exatidao problemas apresentadas durante o treinamento,
mas ndo consegue generalizar, isto é classificar corretamente qualquer valor

diferente que nao tenha sido treinamento, causando um erro de classificacao.

Figura 24 - Arvore de decisdo com atributos nominais e numéricos

== 320 =320 =Computacao = Economia = Direito

Japonesa (3.0) Mineira (5.0/1.0 Italiana (4.0/1.0 Italiana (2.00 Japonesa (5.0/1.0)
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A Tabela 4 apresenta varios algoritmos de classificacdo baseados

em arvores de decisdo disponiveis no WEKA.

Tabela 4 - Algoritmos de classificacdo através de Arvore de Decisdo disponiveis

no WEKA
Nome Funcéo
ADTree Arvores de decisdo alternadas
DecisionStump Arvores de deciséo de apenas um nivel
Id3 Utilizacao do algoritmo basico de divide-and-conquer
J48 Utilizacao do Algoritmo C4.5
LMT Utilizagdo do modelo logistico
M5P Utilizacdo do modelo M5
NBTree Utilizacao do classificador Naive Bayes
RamdomForest Construcao aleatéria de arvores de decisao
RandomTree Construcdo de uma arvore de deciséo, dado um nimero aleatério

de atributos para cada né

REPTree Arvore de decisdo com reduced-error pruning
UserClassifier Criacdo de uma arvore de deciséo pelo utilizador

Os algoritmos de regras de classificacdo sdo uma alternativa popular
para as arvores de decisdo. Cada regra é composta de uma pré-condicdo, ou
antecedente, que é um conjunto de teste idéntico aos nds das arvores de deciséo, e
pela conclusdo, ou consequente, equivalente ao no folha da arvore de decisao.
Normalmente, os antecedentes de uma regra estdo associados por um E légico,
assim para que a classificacdo aceite aquela regra como verdadeira, todos os teste
dos antecedentes devem ser verdadeiros. Pode-se observar na Figura 25 um

exemplo de classificacao referente aos dados da Tabela 3.

Figura 25 - Conjunto de regras adaptado do WEKA, geradas pelo algoritmo de
regras de decisédo baseada nos dados da tabela 3

Se (umidade = elevado) e (tempo = ensolarado) ent&o jogar=nao
Sendao Se (tempo = chuvoso) e (vento = sim) entdo jogar=nao

Sendo jogar=sim

Obter um conjunto de regras a partir de uma arvore de decisao é
relativamente simples. Cada n6 folha da arvore seria uma regra, e 0s nés e aresta
gue servem para definir aquela classe seriam os antecedentes da regra. Assim nao
importa qual a ordem de execucédo das regras pois ela possuiria como pré-condi¢ao

a caminho completo do no raiz até o nd folha, ndo possuindo qualquer tipo de
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ambiguidade. Esse € o motivo pelo qual as regras de classificagdo sédo tao
populares, pois deve-se entender cada regra como um conjunto independente de
conhecimento, afirmando a facilidade da utilizagcdo da técnica de divide-and-
conquer, pois é possivel adicionar uma nova regra ao conjunto sem perturbar as
regras existente, enquanto em uma arvore de decisdo seria necessario uma
reestruturacdo da mesma. No entanto, pode acontecer de diferentes regras
estabelecerem a mesmas classes e esta falta de independéncia pode comprometer
0 resultado caso fosse adicionado uma nova regra. Assim como na arvore de
deciséo algoritmos de regras de classificacao, existe a possibilidade de overfitting.
Os algoritmos de regras de classificacdo disponiveis no WEKA

encontram-se descritos na tabela 5.

Tabela5- Algoritmos de Classificacdo através de Regras de Classificacdo
disponivel no WEKA

Nome Funcéo
ConjuntiveRule Criacéo de simples regras conjuntivas
DecisionTable Criacao de uma tabela de deciséo
JRip Criagdo de regras rapidas utilizando o algoritmo RIPPER
M5Rules Criacado de regras a partir de arvores
obtidas a partir de modelos M5
Nnge Criacao de regras utilizando o algoritmo Nearest-neighbor
OneR Utilizacdo do classificador 1R
Part Criacao de regras a partir de arvores de deciséo
obtidas com o algoritmo J4.8
Prism Utilizac&do de um algoritmo de cobertura simples
Ridor Criacao de regras a partir do método Ripple-down
ZeroR Predicdo da classe predominante (se for nominal)
ou do valor médio (se for numérico)

Os modelos baseados em Instdncia partem do principio que
memorizar € a forma mais simples de aprendizado, pois memorizando um conjunto
de instancia de treino, é possivel classificar uma nova instancia realizando uma
pesquisa da instancia que mais se aproxima a ela. Com isso € possivel notar que a
forma de aprendizado é diferente das anteriores pois basta memorizar as instancia
de treinamento e quando necessario realizar uma classificagdo de uma nova
instancia deve-se encontrar a mais préxima através de uma métrica de distancia. Ao
contrario dos processos anteriores onde € necessario gerar regras de classificacao,
ou seja, novo conhecimento, neste tipo de modelo as proprias instancias

representam o conhecimento. Outra diferenca é que o trabalho de classificacdo é
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realizado na fase de comparacao das instancias, enquanto nos outros modelos o
maior trabalho € na fase de treinamento, assim do modelo baseado em instancia a
aprendizagem é na fase de classificagdo e ndo previamente.

Este tipo de classificacdo é denominada nearest-neighbor, pois o
objetivo € determinar qual instancia se aproxima mais da nova instancia. Outra
técnica utilizada é a k-nearest-neighbor, que acontece quando o objetivo é
determinar as k instancias mais proximas da nova instancia. E recomendado aplicar
esse tipo de técnica quando a probabilidade de existirem instancia com ruido,
comprometendo a classificacdo, assim a opcao de retornar k instancia classificadas
pode amenizar o erro. Quando os atributos sdo numéricos pode-se aplicar a
distancia Euclidiana, demonstrada na Equacao 12, para definir a correlagdo com as
insténcia. Mas no caso de atributos nominais deve-se utilizar a nomenclatura de zero

para atributos idénticos e um para os restantes dos casos.

\/(81(1) —a?Y +@" -y +..+@&" -a?, (12)

Pode-se haver desvantagem no uso desta técnica, pois ela
considera que os atributos possuem a mesma importancia, 0 que nem sempre €
verdade em casos reais. Assim, como forma de resolver esse problema, é
necessario utilizar um grau de importancia que reflita sobre a métrica de distancia,
utilizando pesos associados a cada atributo conforme a Equacéo 13, definindo quais

os atributos mais significativos.

bl e i) Y i 8

Outro cuidado que se deve ter é na quantidade de instancia de treino
que serao utilizadas. Uma grande quantidade de instancia na fase de treinamento
poderda acarretar na lentiddo do processo e no uso exagerado de espaco de
memoria, sendo que cada nova instancia tem que ser testada com todo o conjunto

de instancias de treino. Poucas instancias também podem gerar problemas. O uso
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de poucas instancias nao refletird a realidade do conjunto de instancia o que pode
gerar uma classificacéo incorreta.

Para os modelos de aprendizagem baseados em instancias, o
WEKA disponibiliza os algoritmos descritos na Tabela 6.

Tabela 6 - Algoritmos de Classificacdo baseados em Instancias disponiveis no

WEKA
Nome Funcéao
IB1 Utilizag&o do algoritmo nearest-neighbor
IBk Utilizac&o do algoritmo k-nearest-neighbor
KStar Utilizagdo do algoritmo nearest-neighbor
com a funcao de distancia generalizada
LWL Utilizacdo de pesos nos atributos

As redes Bayesianas fazem as suas predicdes com base numa
estimativa da probabilidade, onde o valor de cada classe é estimado a partir da
probabilidade de uma determinada instancia pertencer a essa classe. Redes
Bayesianas sdo modelos de representacdo do conhecimento que trabalham com o
conhecimento incerto e incompleto através da Teoria da Probabilidade Bayesiana,

baseando-se na Regra de Bayes demonstrada pela Equacéo 14.

P(A|B) = —P(F/? (E)B) 1

A forma grafica em forma de rede vem para facilitar a compreenséao
dos valores de distribuicbes de probabilidade, por isso se d4 o nome de redes
bayesianas. Uma rede de nés, um para cada atributo, ligados de forma direcional, é
criada a partir da distribuicdo de probabilidade, traduzindo-se assim numa rede sem

ciclos. A Figura 26 mostra um desses exemplos.
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Figura 26 - Exemplo da Rede Bayesiana
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Pode observar que cada atributo, tempo, temperatura, umidade e
vento possui um no na rede bayesiana, além do atributo de saida jogar. Cada n6
possui uma tabela que descreve a probabilidade utilizada para prever a
probabilidade de classificacdo de uma determinada instancia. Na parte da esquerda
da tabela contém o atributo jogar, enquanto da direta contém respectivamente a
probabilidade de cada valor do atributo. A partir desta tabela é possivel definir a
probabilidade para cada classe. Para isso € necessario multiplicar todas as
probabilidades que vao sendo adquiridas ao longo da rede de acordo com os valores
de cada atributo. Por exemplo, considerando que o0 objetivo é determinar a
probabilidade da classificacdo jogar=sim, com o0s atributos nos valores:
tempo=chuvoso, temperatura=frio, umidade=sim, vento=sim.

Com base na Figura 26, obtém as probabilidades 0,333 do atributo
tempo, 0,333 do temperatura, 0,650 do umidade e 0,650 do vento, multiplicando
estas probabilidades obtém o valor de 0,04685. Fazendo o mesmo calculo para
jogar=n&o, obtém o valor de 0,00927. E necessario normalizar dividindo os valores
obtidos pelas somas dos dois valores para obter a probabilidade condicional. Assim

a probabilidade de jogar=sim é de 0,8348 e a de jogar=nao € de 0,1652, sendo que
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somadas tém dar obrigatoriamente 1, uma vez que sé existem estas duas classes
possiveis.

A plataforma WEKA disponibiliza varios algoritmos de aprendizagem
com base no modelo de redes bayesianas, os quais se encontram na Tabela 7.

Tabela 7 - Algoritmos de Classificacdo Bayesianos disponiveis no WEKA

Nome Funcéo

AODE Estimador médio de uma dependéncia
BayesNet Redes bayesianas

ComplementNaiveBayes Criacdo de uma Naive Bayes complementar
NaiveBayes Criacao de uma rede probabilistica Naive Bayes
NaiveBayesMultinominal Rede Naive Bayes multinominal
NaiveBayesSimple Rede Naive Bayes simples
NaiveBayesUpdateable Rede Naive Bayes incremental

LBR Regras obtidas pelo algoritmo Lazy Bayesian

Além dos algoritmos descritos anteriormente o0 WEKA possui outros
algoritmos de classificacdo que possuem caracteristicas diferentes, mas com o
mesmo objetivo, classificar uma instancia. Pode-se encontrar modelos de regressao
linear, regressao logistica, perceptron, otimizacdo sequencial, entre outros. Esses
outros classificadores ndo serdo detalhados nesta dissertacdo pois esta dissertacao
nao tem como objetivo demonstrar todos os tipos de classificadores existentes no
WEKA, e sim apresentar uma visdo geral do WEKA, sendo que o mesmo foi utilizado

para a concluséo desta dissertacéo.

3.4.2 Modelos de Associacao

A diferenca entre os modelos baseados em regras de associacéo e
regras de classificacdo é que o primeiro consegue prever qualquer atributo, e ndo
apenas uma classe, além de possuir capacidade para prever combinacdes de
atributos. E importante ressaltar que é necessario restringir o nimero de regras de
associacdo criadas, conseguindo garantir uma elevada qualidade sobre as
instancias aplicadas. Esta qualidade € medida através de dois indicadores, o
coverage e o confidence. O coverage indica o nimero de instancias que a regra de
associacao permite prever corretamente. O confidence € o quociente entre o numero
de instancias cuja previséo foi correta e 0 nimero total das instancias abrangidas

pela regra. Pode-se especificar um valor minimo tanto para o coverage como para o
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confidence assim ser& obtido as regras mais importantes, reduzindo a quantidade de
regras de associacdo geradas. Por exemplo, se observar a seguinte regra de

associacao:

Se temperatura = frio entdo umidade = normal

Verifica-se que existem quatro instancias onde a regra pode ser

aplicada, coverage igual a quatro, destas quatro a umidade € normal logo o

confidence da regra € de 100%. Observando outra regra:

Se umidade = normal e vento = n&o entédo jogar = sim

A parte da esquerda (umidade = normal e vento = nédo) é
denominada de antecedente e a parte direita (jogar = sim) é denominada de
consequente. Neste caso coverage igual a quatro e confidence igual a 100%. Para
esse tipo de modelo o WEKA disponibiliza trés algoritmos de aprendizagem, o
Apriori, PredictiveApriori e Tertius.

O Apriori comeca com um coverage de 100% e diminui em intervalos
de 5% até que existam no minimo 10 regras com um valor de confidence de 90% ou
até que o coverage alcance o valor minimo de 10%.

O PredictiveApriori combina o confidence e o coverage numa unica
métrica e descobre as melhores n regras de associacdo. Sua técnica consiste em
incrementar sucessivamente o valor do coverage, tentando desta forma aumentar o
valor da certeza da previséo.

O Tertius através de uma métrica de confirmacdo descobre as
regras, podendo, igualmente o Apriori, utilizar maltiplas condi¢cdes, mas diferente no
fato destas condi¢cdes serem OU logico e ndo E logico. Pode ser configurado para
encontrar regras que prevéem uma simples condicdo ou um predeterminado

atributo.

3.4.3 Modelos de Clustering

As técnicas de clustering pressupde que pode-se dividir as instancia

em grupos naturais, pois existe uma forte relacdo entre as varias instancias que
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compdem o dominio, assim elas sao utilizadas quando ndo existe nenhuma classe a
ser inferida.

Normalmente uma instancia pertence a somente um grupo e uma
técnica para particionar a instancias em clusters € a k-means. Este método de
clustering é simples e eficaz, pois para formar grupos de instancias ele utiliza uma
forma iterativa de modo a que cada grupo seja o mais homogéneo possivel assim
definindo a menor semelhanca entre grupos distintos.

O ponto de partida desse algoritmo € definir quantos clusters serdo
definidos a partir do parametro k, sendo que os k pontos serdo dos centros do
clusters ou centroides. Todas as instancias sdo associadas ao centro do cluster mais
préximo, de acordo com o quadrado da distancia Euclidiana. A seguir é calculado a
centréide de cada cluster. Este processo € repetido até que o sistema esteja
estabilizado, ou seja, até se obter os mesmos pontos associados a cada cluster nas
varias iteracoes.

No WEKA estéo disponiveis dois algoritmos com essas defini¢des, o
SimpleKMeans e o FarthestFirst, sendo que a diferenca entre estes dois algoritmos
esta na forma como sao calculados os centréides. No caso do SimpleKMeans, os
centroides sdo determinados de forma a minimizar a distancia dos varios elementos
gue compdem o cluster ao centro do cluster e o FarthestFirst determina o centréide
como o elemento do cluster com o valor maximo das distancias minimas aos centros

atuais

3.5 SELECAO DE ALGORITMOS

E importante saber que n#do existe nenhum algoritmo de
classificacdo que seja superior aos outros em todos os problemas de classificacéo,
sendo que do ponto de vista do utilizador o problema é saber qual algoritmo ter4 um
melhor resultado em um determinado problema. O melhor algoritmo é aquele que
consegue obter um modelo de classificagcdo que atinja a maior taxa de acertos
possivel. Mas o utilizador ndo testara todos os algoritmos existentes, ele devera
saber quais resultados o satisfaz, assim, caso algum algoritmo retorne um resultado
bom, ele pode trabalhar com ele aperfeicoando e alterando os parametros ou o
conjunto de treinamento para otimizar ainda mais o resultado, lembrando que um

problema pode ser formulado de varias formas.
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Nesta dissertacdo serdo utilizados os algoritmos de classificacédo
JRIP e PART para averiguar a existéncia de padrdes visuais herdados nos

cruzamento realizados entre orquideas do género Dendrobium nobile.

3.6  AVALIACAO DO ALGORITMO DE CLASSIFICAGAO

A avaliacdo de um método depende da taxa de acerto que ele
possui para um determinado conjunto de dados. Existem varios métodos para
avaliar um resultado de um algoritmo. Os disponiveis para os algoritmos de
classificacdo no WEKA sdo: use training set , supplied test set, cross-validation e
percentage split.

O wuse training set o algoritmo usara todos os dados para
treinamento e avaliacao.

O supplied test set o usuario fornecera um conjunto de dados para
treinamento em um arquivo no formato ARFF.

No cross-validation é realizada uma validagdo cruzada, ou seja, 0
usuario indicara em quantas partes k serdo divididas os dados e o WEKA treinara o
sistema k vezes, sendo que cada vez ele ira retirar do treinamento uma parte que
sera utilizada para avaliacdo. A média da avaliacdo sera utilizada como referéncia
de qualidade.

O percentage split separa uma porcentagem das instancias para o

treinamento e outra para validagao.
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4 O PROJETO

O comércio mundial de flores e plantas ornamentais movimenta 6,7
bilhdes de ddlares anualmente, sendo o Brasil responsavel por apenas 0,3% [51].
Entre diversos tipos de plantas existentes pode-se destacar as orquidaceas que sao
plantas ornamentais cultivadas tanto para producdo de plantas de corte, utilizadas
para bouquet de flores, como de vaso.

Dentre os diversos géneros de orquideas a Dendrobium nobile
ocupa uma posicao de destaque no mercado de plantas de corte e de vaso, sendo
considerada uma das mais populares do Brasil [50]. Com sua larga distribuicdo
geografica a Dendrobium nobile vem sendo cultivada em diferentes habitats sendo
que seu elevado valor floristico favorece seu volume expressivo de comercializacao
[24]. Contudo, as plantas dessa familia requerem um tempo de desenvolvimento
muito elevado, necessitando de um periodo maior de cultivo antes de serem
comercializadas [50],

Seu valor de venda depende de padrbdes especificos repassados por
heranca genética [51], como coloracdo variada e atraente, minimo de dois
pseudobulbos por planta florescendo, grande nimero de flores e pseudobulbos com
aproximadamente 60 cm.

Devido a depredacdo do meio ambiente as orquideas vém sofrendo
dificuldade de se propagar em seu habitat natural, trazendo como consequéncia a
existéncia de mais espécies hibridas do que naturais, criadas de forma artificial [13].
A hibridagdo visa a producdo de espécies para fins comerciais, que devem
apresentar caracteristicas como alto vigor, grande namero de flores e variabilidade
de cores, propiciando a floracdo precoce [44]. Levando em consideracdo a
necessidade de um longo periodo para o cultivo, a utlizacdo de hibridos
selecionados para cruzamento e autofecundagéo pode favorecer o melhoramento
genético, visando a obtencdo de novos cultivares [13].

Em 1997 o Departamento de Agronomia da Universidade Estadual
de Londrina deu inicio a um programa de melhoramento de diversos géneros de
orquideas. O programa consiste na observacdo, analise e documentacdo dos
resultados de cruzamento entre as flores.

Com 15 plantas do género Dendrobium nobile [51] realizou 11

cruzamentos e 10 autofecundagbes. Os resultados dos cruzamentos e



63

autofecundacfGes foram documentados através de fotos. Para a aquisicdo das
imagens, cada planta foi coletada, colocada dentro de uma caixa com o fundo
escuro e escaneada, utilizando um scanner de mesa, diminuindo a interferéncia da
iluminacdo externa sobre a planta. Para que a medicdo de tamanho fosse possivel
duas réguas, uma na vertical e outra na horizontal, foram colocadas na extremidade
da caixa, conforme mostra a Figura 27, possibilitando manter a proporcdo de
guantos pixels existem por centimetro para o calculo do tamanho da planta, mesmo
que a imagem tenha sofrido alteracdo da sua resolucdo. As imagens obtidas pelo
projeto foram capturadas invertidas, assim para que a orquidea corresponde-se a

posicdo convencional as imagens apresentadas neste trabalho foram giradas.

Figura 27 — Imagem da Dendrobium nobile capturada pelo scanner de mesa, para
a realizacdo da medicao através do software Flores
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No projeto desenvolvido por TAKAHASHI [51] para realizar a
medicao de cada planta foi utilizado o software Flores, desenvolvido pelo professor
Alan Salvany Felinto do Departamento de Computacdo da Universidade Estadual de
Londrina, que, depois de calibrado, fornece a distancia em centimetros entre dois
pontos selecionados na imagem. Esses dados eram documentados, arquivados e
analisados pela pesquisadora.

As imagens capturadas pelo scanner foram arquivas utilizando a
extensdo JPG, que utiliza a técnica de compresséo de imagem JPEG. Essa técnica

diminuiu o espaco utilizado pelos arquivos e manteve as caracteristicas da imagem.
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Em média cada imagem ocupa 800 KB, possuem uma proporcdo de 118 pixels por
centimetro e 1 Mega Pixels de resolucédo. O projeto possui 152 imagens capturadas
referentes a 7 cruzamentos divididos em pastas de acordo com a Tabela 8, onde as
flores estéo identificadas como d2, d5, d6, d7, d9, d11, d4, d15 e da.

Tabela 8 - Quantidade de Imagens existentes por cruzamento

Cruzamento Quantidade de
Oxa Imagens
d5xd9 21
déxd9 28
d6xd15 28
d9xd2 13
doxd7 20
dllxda 24
d14Xd7 22

Esta dissertacdo propde um método completo para a captura,
segmentacdo e analise de similaridades visuais herdadas entre flores, que tem como
objetivo identificar quais caracteristicas visuais em comuns possui flores resultantes
de um cruzamento, assim como também identificar quais as caracteristicas herdadas
pelos filhos.

Nesta secdo serdo detalhadas as etapas realizadas para alcancar os
objetivos desta dissertacdo, que estdo divididas conforme o Figura 28 que
representa o fluxograma do projeto. A etapa de captura foi realizada por
TAKAHASHI [51] como descrito anteriormente.

Figura 28 — Fluxograma do projeto
| Capturar Imagem | Imagens cedidas por [51].
| Segmentar | Retirar o fundo da imagem.
ﬂ Armazenamento dos testes realizado e resultados
| Armazenar

| obtidos
4

< Gerar arquivo ARFF com os descritores: tamanho,
| Descritores | . . . ~
ﬂ média e média do desvio padrao dos componentes

SZ — RGR da flar
| Classificagdo | Geragao da arvore de decisdo através do software Weka.
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4.1  SEGMENTACAO

A primeira etapa do projeto foi segmentacdo das imagens
distinguindo o fundo da flor. Para realizar a segmentacdo e a extracdo das
caracteristicas foi desenvolvido um protétipo implementado na linguagem de
programacao Python [34, 35] e para realizar a manipulacdo das imagens utilizou-se
a biblioteca de processamento de imagem Python Image Library (PIL). Depois de
calibrado, o protétipo segmentava automaticamente todas as imagens, sem a
necessidade de intervencdo manual.

Apesar das imagens das orquideas serem capturadas através de um
processo que elimina a interferéncia da iluminagcédo externa, diferentemente de [55,
57, 26, 7] o fundo utilizado para a captura da imagem no projeto [51] ndo era
uniforme, visto que o objetivo de digitalizar as flores foi para manter documentado 0s
experimentos e realizar a medicdo do tamanho através de um sistema proprio onde
selecéo da flor foi realizada manualmente. Com a analise de medigdo destrutiva da
plantas através da massa seca dos 6rgaos da planta realizada [51] n&do foi possivel
recriar a captura com um fundo apropriado para este trabalho, portanto, inicialmente,
essas caracteristicas dificultaram a segmentacdo correta, pois a tonalidade das
extremidades de algumas flores era equivalente ao fundo utilizado na captura.

Testes de segmentacao foram realizados, alterando os parametros,
modelos de cores e técnicas e todos resultados foram documentados e analisados.
A alteracdo de cada parametro individualmente possibilitou a verificacdo da
influéncia de cada parametro no resultado final.

Considerando que os fundos das imagens possuiam caracteristicas
semelhantes inicialmente foi aplicado a segmentacdo através de um limiar no
modelo de cor tons de cinza, mas o resultado nédo foi satisfatério. Uma analise do
histograma demonstrou que varias flores possuem tonalidades proximas ao fundo, o
que prejudica o uso desta técnica. Varios limiares foram testados, porém, pela
variedade de cores das flores e pelas caracteristicas do fundo ndo foi encontrado um
limiar Unico para a segmentacdo satisfatéria de todas as flores. Flores com

extremidades escuras nao tiveram um bom resultado, conforme mostra a Figura 29.
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Figura 29 — (a) Segmentacdo da Figura 27 através do limiar 23; (b) Segmentacéo
da Figura 27 através do limiar 27

Partiu-se para a segmentacdo através de operadores morfolégicos
de dilatacdo e erosao, através do toolbox pymorph [11]. Apesar do bom resultado da
segmentacdo, os testes, incluindo a aplicagdo dos algoritmos de abertura e
fechamento de areas, apresentaram um tempo de processamento superior ao da
segmentacdo por um limiar e as flores com extremidades escuras tiveram uma
segmentacdo parcial, conforme mostra a Figura 30. Essa ineficiéncia da
segmentagdo se deve a necessidade de realizar a limiarizacdo da imagem para a
aplicacao dos filtros morfoldgicos, causando os mesmos problemas do teste anterior.
Mesmo considerando a melhora obtida pelos algoritmos de abertura e fechamento
de areas que eliminaram parte dos ruidos esse processo foi descartado e outros

algoritmos foram testados.

Figura 30 — Segmentacao da Figura 27 através de operadores morfolégicos

Aplicou-se entdo o método de sobel [18, 42] para encontrar as
bordas, entretanto, para a aplicacdo deste método é necessario que a imagem
esteja no modelo de cor tons de cinza, acarretando na mesma dificuldade existente

na aplicacdo das técnicas de limiarizacdo. Em alguns casos variando a matriz de
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sobel a melhora € perceptivel, mas ocorriam pequenas falhas de descontinuidade da
borda, demonstradas na Figura 31, que poderiam comprometer a eficiéncia do

projeto.

Figura 31 — Indicacao da falha de segmentacéo da Figura 27 através do método de
sobel

Partiu-se para a segmentacdo através do modelo de cor RGB,
tentando eliminar o fundo que nas imagens possuem tonalidades equivalentes.
Durante os testes cada componente do modelo foi alterado individualmente
buscando uma melhor configuracdo do método, mas os resultados ndo foram
satisfatérios e rapidamente essa abordagem foi descartada. Aplicou-se entdo a
segmentacdo através de um limiar aplicado no modelo de cor L*a*b*, onde o
resultado e o tempo foram satisfatorios. A transformacdo do modelo de cor RGB
para L*a*b* foi realizada pela biblioteca GrapeFruit disponibilizada pela licenca
Apache License 2.0 no site http://code.google.com/p/grapefruit.

Nos primeiros testes de segmentacdo utilizando o modelo de cor
L*a*b* foi aplicado um limiar T Unico para os trés componentes. Em testes realizados
0 T1=30 foi considerado o melhor resultado, pois na maioria das imagens o fundo foi
eliminado, mas algumas imagens com flores mais escuras a segmentacdo nao foi
realizada adequadamente, conforme a Figura 31. Por esse motivo foi desenvolvido
outro algoritmo de segmentacdo que utilizava limiares independentes para cada

componente do L*a*b*, onde 71, 1, € 71, Sdo respectivamente os limiares dos

componentes de L*a*b*. Em comparacdo com o método anterior esse método
demonstrou uma melhor segmentacdo, resolvendo o problema das flores que

possuem tonalidades fortes. Os testes mostraram que 1 -21,T,=10 € T,=13

apresentavam um bom resultado na segmentacao, conforme a Figura 32.
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Figura 32 - a) Segmentacdo da Figura 27 através de um limiar anico no modelo de
cor L*a*b*, com T1-30; (b) Figura 27 segmentada através de limiares
independentes para o modelo de cor L*a*b*, com 1 -21, 1,-10 € T, =13;

(b)

4.2 CARACTERISTICAS OBTIDAS

Mesmo com a eliminacdo do fundo obtido pela segmentacdo da
imagem através do limiar aplicado no modelo de cor L*a*b* foi necessério identificar
na imagem segmentada quais conjuntos de pixels destacados representam a flor.
Nessa etapa foi necessario levar em consideracdo que a segmentacdo além de
destacar a flor também destacou as réguas existentes na imagem, demonstrado na
Figura 33 item (a). Outro problema é que o centro do labelo de algumas flores possui
tonalidade préxima ao fundo, sendo eliminado pela técnica causando buracos na flor
encontrada pela segmentacdo, como demonstrado na Figura 33 item (a). Isso
obrigou a desenvolvimento de um algoritmo para buscar a borda externa da flor,
assim definindo a posicéo exata da mesma.

Analisando as imagens originais foi possivel definir quais conjuntos
de pixels representavam a flor, pois é possivel perceber que as flores estao
parcialmente centralizadas, portanto um cluster € colocado no centro da imagem
segmentada percorrendo a imagem da direita para a esquerda a procura da flor que
é definida pelo maior conjunto de pixels vizinhos com valor 1. A posicdo do pixel da
extremidade esquerda deste conjunto de pixels € definida como ponto de partida
para delimitar a posicao da flor na imagem através do processo que destaca a borda
externa da flor. Esta verificacao € realizada por um algoritmo que, a partir da posicao
inicial, procura entre os 8 vizinhos do pixel o pixel mais externo correspondente a
flor. A cada interacdo s&o definidas as coordenadas (x,y) iniciais e finais da flor que
serdo utilizadas para definir o seu tamanho. O item (b) da Figura 33 representa a

posicdo da flor na imagem através da sua borda, sendo que a parte externa a borda
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sera desconsiderada pelo projeto e |- sera a flor segmentada no modelo de cor

RGB.

Figura 33 — (a) Imagem segmentada (b) Imagem representado o contorno da flor
segmentada em (a)

(@)

Com da delimitacdo da flor na imagem, representada por |, foi
possivel realizar a coleta das caracteristicas utilizadas para a procura de padrdes.
Foram coletados os seguintes descritores de |.: largura, altura e area da flor,
histograma de cada componente de cor RGB, histograma dos tons de cinza, a média
e o desvio padréo de cada componente de cor do modelo RGB.

Os resultados foram arquivados em um arquivo texto, seguindo o
formato CSV, onde as colunas sdo separadas por ponto e virgula e a primeira linha
contém os titulos das colunas. Os histogramas, além de numericamente arquivados,

foram gerados graficamente para analise visual.
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5 RESULTADOS EXPERIMENTAIS

Como ferramenta de Data Mining foi utilizado o software Weka [53]
onde o tamanho da flor, média e desvio padrdo de cada componentes RGB foram
comparados com os algoritmos JRIP [12, 6, 19] que extrai regras de classificacado
através do meétodo Repeated Incremental Pruning to Produce Error Reduction
(Ripper) e PART [6, 19] que produz um conjunto de regras a partir de uma arvore de
decisdo gerada pelo algoritmo C4.5. Os dados salvo no formato CSV foram
convertidos em um arquivo no formato ARFF, padréo do software Weka.

As execucdes dos algoritmos PART e JRIP geraram regras que sao
apresentadas em forma de tabela de decisdo. Cada regra possui um conjunto de
condicbes que quando validado aponta exclusivamente para um cruzamento. A
primeira regra é testada e caso o resultado for falso € testada a proxima e assim
sucessivamente até a Ultima regra que aponta diretamente para um cruzamento. O
resultado foi remodelado para um melhor entendimento e é apresentado nos Quadro
1 e Quadro 2. Apés a definicdo de cada instancia é apresentado um valor (x/y) onde
0 X representa o numero de elementos classificados e 0 y o0 niumero de elementos
classificados com erro. O tempo gasto para a constru¢cdo do modelo do algoritmo
PART foi de 0,03 segundos enquanto no JRIP foi 0,05 segundos.

Nos testes realizados com o algoritmo PART, conforme mostra o
Quadro 1, a primeira regra define o cruzamento dl1xda que é selecionado quando a
média do componente G € maior que 97 e a média do componente B é menor ou

igual a 98 e a Ultima regra aponta diretamente para o cruzamento d5xd9.



Quadro 1-

Resultado em forma de estrutura de condi¢édo do algoritmo PART

Se (MédiaG > 97) e (MédiaB <= 98)
entao dllxda (24,0/1,0)
Sendo, Se (TamFlorX <= 5,8674) e (desvioB <= 32,768293) e
(desvioR <= 28,940913) e (MédiaR <= 104)
entdo dé6xd9 (18,0/0,0)
Sendo, Se (TamFlorX > 6,434667) e (MédiaG <= 64) e
(desvioR <= 31,107687)
entao d14Xd7 (11,0/1,0)
Sendo, Se (TamFlorX > 6,434667) e (desvioR > 28,940913) e
(TamFlorX > 6,544733) e (MédiaG > 61)
entao déxd15 (12,0/0,0)
Sendo, Se (MédiaG <= 62) e (TamFlorX > 6,544733) e
(TamFlorY <= 6,9342) e (TamFlorY > 5,985933)
entdo déxd15 (11,0/1,0)
Sendo, Se MédiaG <= 62 e TamFlorX <= 6,544733 e TamFlorY > 5,3848
entao d9xd7 (7,0/0,0)
Sendo, Se (MédiaG <= 62) e (TamFlorY > 5,164667)
entdo d14Xd7 (9,0/0,0)
Sendo, Se (MédiaG > 100) e (MédiaG > 107)
entdo d9xd2 (6,0/1,0)
Sendo, Se( MédiaB <= 90) e (MédiaG > 66)
entdo d9xd2 (7,0/0,0)
Sendo, Se (TamFlorX <= 5,8674) e (desvioB > 32,119935) e
(TamFlorX > 5,037667)
entdo d5xd9 (14,0/0,0)
Senado, Se (desvioR <= 32,209738) e (TamFlorY > 5,647267) e
(MédiaR > 104)
entao d9xd7 (8,0/1,0)
Sendo, Se (desvioR <= 32,209738) e (TamFlorX <= 6,1976) e
(desvioG > 32,953556)
entdo dé6xd9 (9,0/1,0)
Sendo, Se (MédiaR > 105) e (MédiaB <= 107) e (MédiaR > 108)
entdo d9xd7 (6,0/1,0)
Sendo, Se (MédiaR > 106)
entdo déxd15 (6,0/1,0)
Sendo d5xd9 (4,0/1,0)
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Com o algoritmo JRIP, conforme mostra o Quadro 2,

a primeira

regra define o cruzamento d9xd2 que é selecionado quando o desvio padrdo do

componente B for maior ou igual a 38,308945 e o desvio padrdo do componente R

for menor ou igual a 34,177744 e a Ultima regra aponta diretamente para o

cruzamento d6xd15.

Quadro 2 — Resultado em forma de estrutura de condigéo do algoritmo JRIP

Se (desvioB >= 38,308945) e (desvioR <= 34,177744)
entdo doxd2 (6,0/1,0)
Sendo, Se (MédiaB >= 94) e (TamFlorX <= 5,8674) e (desvioR >=
29,017975) e (MédiaR <= 121)
entdo d5xd9 (15,0/1,0)
Sendo, Se (desvioG <= 32,576785) e (MédiaR >= 99) e (MédiaG <= 61)
entdo doxd7 (7,0/1,0)
Sendo, Se (MédiaB >= 102) e (MédiaG <= 75) e (MédiaB >= 105)
entdo d9xd7 (6,0/0,0)
Senado, Se (MédiaB >= 98) e (desvioR <= 27,277815)
entdo doxd7 (5,0/1,0)
Senado, Se (TamFlorY >= 7,1882) e (MédiaG <= 64)
entdo d14Xd7 (10,0/1,0)
Sendo, Se (MédiaG <= 42) entdo d14Xd7 (5,0/1,0)
Sendo, Se (MédiaR >= 121) e (MédiaB <= 111)
entdo dllxda (24,0/0,0)
Sendo, Se (TamFlorX <= 5,825067) e (desvioB <= 32,557962)
entdo déxd9 (24,0/2,0)
Sendo d6xd15 (50,0/24,0)

O método PART obteve maior eficiéncia classificando os dados em

15 regras com aproximadamente 94,08% de éxito na classificacdo das flores,

engquanto o JRIP utilizou 10 regras e apresentou aproximadamente 78,94% de éxito

na classificagéo das flores, conforme demonstrado na Tabela 9.
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Tabela 9 - Resultados da aplicacdo dos métodos de classificagdo PART e JRIP

Quant. ACERTOS

Cruzamentos Imagens PART JRIP
d5xd9 19 17 14
d6xd9 26 26 22
d6xd15 28 27 26
doxd2 13 12 5
doxd7 20 19 16
dlixda 24 23 24
d14Xxd7 22 19 13

% das ClassificacGes Corretas ~94,08 % | ~78,94 %

Pode-se destacar a melhor acuracia do algoritmo PART em relacéo
ao algoritmo JRIP, mas também deve-se levar em consideracdo a quantidade de
regras e condicOes geradas conforme a Tabela 10. O algoritmo PART gerou 50% a
mais de regras e utilizou 85% a mais de condi¢des, essas definicbes deram uma
eficiéncia de 15,14% superior quando comparado com o algoritmo JRIP. Esse
desempenho pode ser analisado observando a definicdo do cruzamento d6xd9, o
algoritmo PART utiliza 2 regras e 7 condi¢cdes enquanto o algoritmo JRIP utiliza 1
regra e 2 condicdes. Neste caso o algoritmo PART teve uma acuracia de 100%,
engquanto o JRIP teve 84,61%. O numero inferior de regras e condi¢des favorece o
desempenho computacional na hora de validar o modelo e isso pode ser levado em
consideracdo quando o desempenho do tempo de execucao for considerado
essencial, pois com mais dados de entrada e mais numeros de caracteristicas
analisadas os algoritmos tendem utilizar mais tempo. Como objetivo do trabalho ndo
envolve otimizar 0s recursos computacionais e sim obter uma melhor classificacao

analisaremos somente o método PART.
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Tabela 10 - Numero de regras e condi¢cdes dos métodos PART e JRIP

PART JRIP
REGRAS CONDI- REGRAS CONDI-

Cruzamento OES COES

d5xd9 2 3 1 4
d6xd9 2 7 1 2
déxdi15 3 9 1 0
doxd2 2 4 1 2
doxd7 3 9 3 8
dllxda 1 2 1 2
d14Xxd7 2 5 2 3
TOTAL 15 39 10 21

A Figura 34 mostra o grafico de classificagbes do método PART. A

melhor classificagéo foi do cruzamento d6xd9 com 100% de exatiddo, enquanto o

pior resultado foi do cruzamento d14xd7 com aproximadamente 86% de exatid&o.

Figura 34 — Classificacdo do Método PART. Os valores numéricos representam o
ndamero de instancias classificadas
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Mesmo considerando o resultado do método PART melhor, existe

uma caracteristica que é comum entre os dois méetodos. Analisando as regras

geradas pelos dois algoritmos definiu-se através da Tabela 11 a quantidade de

vezes que cada caracteristica é utilizada em cada método. Entre todas as

caracteristicas analisadas a Média de G obteve a maior influéncia na definicdo dos

agrupamentos, tendo participacdo em 53% das regras do algoritmo PART e 40%

das regras do algoritmo JRIP. Através da Tabela 11 e considerando o melhor

desempenho do algoritmo PART pode-se definir que a média dos componentes de
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cor do modelo RGB é a caracteristica que possui maior peso na classificacao,
seguida pelo tamanho da flor e desvio padrdo dos componentes de cor do modelo
RGB.

Tabela 11 - Numero de regras e condicfes dos métodos PART e JRIP

PART JRIP
Qt. de regras que | Qt. de regras que
Caracteristicas utilizam utilizam
Tam. X 7 2
Tam. Y 4 1
Média de R 4 3
Média de G 8 4
Média de B 3 4
Desvio de R 5 3
Desvio de G 1 1
Desvio de B 2 2

Pode-se entender a importancia da Média de G para a eficiéncia do
algoritmo analisando a disperséo de G. O valor da média do componente G em uma
planta possui uma disperséo de + 23 niveis em relacdo a média do componente de
G daquele cruzamento, isso representa uma variabilidade de 9% na escala de cor do
modelo RGB e um desvio padrao de 13,11. Isso demonstra que flores advindas do
mesmo cruzamento possuem tonalidade de G préximas estabelecidas dentro de um
intervalo de valores. E possivel verificar essa afirmacéo observando a Figura 35 que
apresenta o grafico de dispersdo da média de G, onde 0 mesmo demonstra que na
maioria dos cruzamentos o valor de G fica estabelecido dentro do intervalo padréo.
Outra caracteristica que favorece o componente G em relacdo ao R e B é o desvio
padrdo médio entre os cruzamentos, que do G é de 24,71, R é de 14,54 e B é de
12,21, isso demonstra que existe uma maior separacdo entre 0S cruzamentos

guando analisado média do componente G.
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Figura 35 — Dispersao da Média do G componente de cor RGB
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Analisando gréfico de dispersdo da média de G pode-se notar que 0
cruzamento d11xda possui uma cor diferente dos outros cruzamentos, isso pode ser
confirmado através da analise da Figura 36. Neste caso a definicdo desse
cruzamento pode ser realizada utilizando como caracteristica principal o valor de
médio de G, pois a maioria das flores pertencentes a esse cruzamento possui um
valor médio do componente G elevado. Mas analisando 0s outros cruzamentos
representados no gréfico de dispersdo da Média G pode-se perceber que com
somente a meédia do componente G ndo é possivel classificar corretamente as
flores. Essa validacao é feita analisando a primeira regra do método PART, onde a
média do componente G e do componente B sado utilizados para classificar a
dllxda, onde, neste caso, a média do componente G deve ser maior que 97 e
média de componente B menor ou igual a 98. A utilizacdo do componente B é
necessario pois existem outros cruzamentos que possuem a mesma caracteristica

do componente G do cruzamento d11xda.

Figura 36 — Exemplo de cada cruzamento no formato original
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7

Analisando somente as regras onde a média do componente G

D

D

utilizada, representado pela Tabela 12, pode-se destacar que o tamanho da flor

uma das caracteristicas que auxilia na definicdo do cruzamento.

Tabela 12 - Caracteristicas que sao utilizadas juntas com a Média e G nas regras
definidas pelo algoritmo PART

Numero de
Caracteristicas regras
Tam. X 4
Tam. Y
Média de R
Média de B

Desvio de R

Desvio de G

Desvio de B

| O] O N| N O] W

Somente Média de G

Pode-se analisar a dispersao do tamanho através da Figura 37 que
demonstra que flores advindas do mesmo cruzamento possuem tamanhos proximos,
ja tendo sido observado em [51]. Mas, somente com a caracteristica de tamanho
ndo € possivel obter um bom resultado de classificacdo. Isso ocorre devido ao
desvio padréo existente entre todos os cruzamentos analisados, que no tamanho x é
de 0,87 e no tamanho y € de 0,89. Esses valores demonstram que os tamanhos das
flores possuem diferencas minimas dificultando a classificacdo somente por essa
caracteristica.

Figura 37 — Dispersao do tamanho da flor
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Para confirmar a importancia de cada caracteristica foi executado o
método PART e a cada execucdo uma caracteristica era retirada, conforme mostra a
Tabela 13. Pode-se observar que a caracteristica que mais influéncia no bom
desempenho do algoritmo € a média do componente G e a segunda caracteristica
gue mais influéncia é o tamanho X, ambas reforcando os argumentos anteriores. As
caracteristicas que menos influenciaram no resultado do algoritmo foram a média do
componente B e a média do desvio do componente G, sendo que com a eliminacao
dessa Ultima caracteristica o algoritmo teve um melhor desempenho na
classificacdo. E importante salientar que em todos os casos a eliminacdo de uma
caracteristica aumentou o numero de regras criadas e que apesar da eliminacao
individual da média do componente B e da média do desvio do componente G
manter o desempenho do algoritmo, quando retirado as duas caracteristicas o
método obteve um desempenho inferior estabelecendo 93,42% de acerto nas

classificacGes através de 22 regras.

Tabela 13 - Numero de regras e classificacfes corretas do método PART

METODO PART
Caracteristicas Num. de % das Classificacdes
Parciais Regras Corretas
Sem Tamanho X 18 90,13%
Sem Tamanho Y 17 92,10%
Sem Média R 19 92,76%
Sem Média G 20 88,81%
Sem Média B 19 94,08%
Sem Desvio R 16 92,10%
Sem Desvio G 17 94,73%
Sem Desvio B 17 93,42%

Para confirmar a importancia do tamanho na classificacdo foi
adicionada uma nova caracteristica referente ao tamanho, a quantidade de pixels da
flor. Considerando que a propor¢do de pixels por centimetro em todas as imagens
sdo iguais esta caracteristicas pode ser considerada a area da flor em pixels. A
Figura 38 apresenta a dispersdo da quantidade de pixels, que possui caracteristicas

equivalentes a dispersdo do tamanho X e Y demonstrada na Figura 37.
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Figura 38 — Dispersao da Quantidade de Pixels
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Ao incluir a quantidade de pixels na execucdo do método PART a
classificagcdo obteve 94,08% de eficiéncia com a utilizacdo de 17 regras, assim,
mantendo a acuracia mais aumentando o numero de regras. Outra caracteristica
interessante € que com essa configuracdo o tamanho X nao foi utilizado em
nenhuma regra, mas apesar de nao ser utilizado quando retirado o tamanho X do
conjunto de caracteristicas analisadas o algoritmo teve uma eficiéncia de 91,45%
com 12 regras.

Analisando a acuracia dos métodos PART e JRIP que obtiveram
94,08% e 78,94% respectivamente e as regras geradas sobre o desvio padrdo e
dispersdo dos dados obtidos pelo protétipo a partir das caracteristicas fisicas de
tamanho e coloracdo pode-se perceber que existem padrdes entre as flores que
possuem 0S mesmos pais, isso demonstra a existéncia de herancas de
caracteristicas visuais repassadas dos pais para seus filhos.

A proxima etapa desta dissertacdo € encontrar qual a influéncia
individual dos pais sobre as caracteristicas herdadas pelos filhos. Para isso foram
levantadas as caracteristicas dos pais utilizados nos cruzamentos. Assim como 0S
filhos as imagens dos pais foram capturadas pelo scanner e arquivadas utilizando a
extensdo JPG. Em média cada imagem ocupa 800 KB, possuem uma proporgédo de
157 pixels por centimetro e 1 Mega Pixels de resolu¢do. O projeto possui 31
imagens capturadas referentes a 7 flores divididos em pastas de acordo com a

Tabela 14, onde as flores estao identificadas como m11, m14, m15, m5, m6, m7 e
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m9 que correspondem respectivamente a dl11, d14, d15, d5, d6, d7 e d9. E
necessario salientar imagens dee d 2ndo foram coletadas por TAKAHASHI [51],
assim os cruzamentos d11xda e d9xd2 ndo serédo analisados nesta etapa.

Todos os meétodos descritos anteriormente para os filhos foram
aplicados nos pais, assim eliminou-se o fundo da imagem segmentando a flor e

colhendo as mesmas caracteristicas de tamanho e cor dos pais.

Tabela 14 - Quantidade de Imagens existentes por cruzamento

Cruzamento
m5 17

Qt. de Imagens

m6

m7

m9
ml1l
m14
m15

Wl N N N N W

A Tabela 15 demonstra os valores médios das caracteristicas dos
pais apds a andlise. Os valores apresentados sédo valores aproximados, pois foram
arredondados para duas casas decimais. A Ultima linha apresenta o desvio padrao
das caracteristicas, onde pode-se perceber novamente que a Média de G possui
uma dispersdo maior que as outras caracteristicas, assim reafirmando a teoria que a
Média do componente de cor G é uns dos componente mais importante para a

definicdo de grupos.

Tabela 15 — Caracteristicas dos Pais

TamFlorX TamFlorY MédiaR MédiaG DesvioR MédiaB | DesvioG DesvioB
mll 6,41 cm 6,00 cm 122,00 102,50 35,63 4,50 34,51 19,45
ml14 6,47 cm 5,69 cm 86,50 59,50 27,85 3,50 31,39 26,79
m15 6,78 cm 6,12 cm 99,33 79,67 29,17 )5,67 30,50 28,11
m5 6,12 cm 6,15 cm 135,24 112,65 35,31 (7,65 42,42 29,17
m6 7,24 cm 6,25 cm 100,67 61,67 29,51 18,00 32,26 31,83
m7 7,90 cm 7,56 cm 126,00 119,00 31,34 112,00 35,47 34,47
m9 3,95 cm 3,70 cm 124,50 106,00 24,13 121,50 32,03 25,73
Desvio |1,24 1,15 17,87 24,46 4,09 12,38 4,07 4,79
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Para realizar a comparacao entres os pais e os filhos foi definido a
Tabela 16 com os valores médios das caracteristicas dos cruzamentos. Os
valoresapresentados séo valores aproximados, pois foram arredondados para duas
casas decimais. Nesta tabela também é possivel observar a importancia da Média

do componente de cor G para realizar a definicdo de grupos.

Tabela 16 — Caracteristicas dos Cruzamentos

TamFlorX [TamFlorY | MédiaR | MédiaB | MédiaG | DesvioR DesvioG DesvioB

dlixda |598cm |5,83cm 133,42 84,08 117,79 36,18 41,10 32,99
d14Xd7 [7,00cm 6,65 cm 99,45 84,05 53,00 30,50 36,13 31,41
d5xd9 5,70cm 5,29 cm 110,11 102,32 | 75,11 31,07 37,49 35,06
d6xdl15 16,90cm 6,38 cm 107,82 95,89 68,04 34,11 38,67 36,30
d6xd9 |520cm  |4,78 cm 98,54 90,00 [61,42 25,75 32,91 28,72
doxd2 5,82cm 5,29 cm 116,31 96,38 91,69 30,15 34,70 34,68
doxd7 |6,24cm  [5,90 cm 112,70 97,10 |64,15 29,33 34,21 32,83
Desvio 0,65 0,66 11,78 6,98 22,13 3,36 2,84 2,54

A Tabela 17 compara o desvio padrdo de todas as caracteristicas
dos cruzamentos com o pai e a mae. Pode-se notar em geral que o cruzamento tem

uma tendéncia de obter caracteristicas similares a da mae.

Tabela 17 — Desvio Padrdo Médio dos cruzamentos com 0s pais
Pai

d14Xd7

d6xd15

A tabela 18 demonstra o desvio padrao dos cruzamentos com a méae
e 0 pai, assim, quanto menor o desvio padrdo maior € a similaridade. Foram
analisadas trés caracteristicas: o desvio padrdo da diferenca do tamanho de x e y
que é calculado através do valor absoluto da subtracdo de x e y, o desvio padréo da
média de dos componentes RGB e o desvio padrdo da média do desvio padrao dos
componentes RGB. A tabela mostra destacados em azul os valores com maiores
similaridades.

A diferenca do tamanho de x e y representa a harmonia de

circunferéncia, pois quanto menor a diferenca entre 0 X e y maior sera a
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possibilidade da flor ter uma circunferéncia perfeita. Em andlise pode-se definir que
0 cruzamento tem a tendéncia de obter proporcdo de circunferéncia do pai,
enquanto a média da coloragdo da mée. O desvio demonstra que a variacao de cor

€ aproximada a variagdo do pai.

Tabela 18 — Desvio Padrdo dos cruzamentos com o0s pais

Desvio dos Cruzamentos em comparacdo com a Mae

Dif. XY Méd. RGB Méd. D. RGB
d14Xxd7 0,30 2,83
d5xd9 0,27
déxd15 0,34
d6xd9 0,41
doxd7 0,06
Desvio 0,13

Desvio dos Cruzamentos em comparacdo com o Pai
Méd.RGB Méd. D. RGB

d14Xd7

Desvio

Pode-se definir que existe heranca visual nas orquideas do género
Dendrobium nobile, pois é possivel agrupar 0s cruzamentos atraves das
caracteristicas, sendo que apesar de o cruzamento ter a tendéncia geral de herdar

caracteristicas da mae existem caracteristicas que séo obtida do pai.
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CONCLUSAO

Neste trabalho foi apresentada uma metodologia para
reconhecimento de padrdes visuais herdados, composta pelas etapas de captura da
imagem, segmentacao, definicdo das caracteristicas e classificacdo, com a utilizacéo
de processamento de imagens e técnicas de mineracdo de dados através dos
algoritmos PART e JRIP.

Durante a aplicacdo da metodologia foi possivel identificar que a
captura de plantas através de um scanner produz um ambiente controlado, sem
influéncia de iluminacdo externa, possibilitando a utilizacdo da segmentacdo por
limiarizacdo que € considerada de facil aplicacdo e implementagdo, mas com pouca
eficiéncia em ambientes com interferéncia da iluminacdo. Para essa conclusao
foram aplicados, documentados e analisados as técnicas de segmentacdo
limiarizacdo por tons de cinza, operadores morfologicos, método de sobel e
limiarizacdo por L*a*b*. Os testes com a variacdo dos modelos de cores e
parametros aperfeicoaram a etapa de segmentacéo otimizando os resultados, sendo
gue o algoritmo que obteve o melhor resultado foi o de limiarizagdo por L*a*b*. Esse
bom resultado foi alcancado pois neste método é possivel identificar a diferenca de
luminosidade entre o fundo e a flor, enquanto os outros métodos baseassem na
diferenca das cores, impossibilitando a segmentacao correta da extremidade da flor
que possui coloracao equivalente ao fundo.

A utilizacdo de algoritmos de mineracdo de dados auxiliou a
encontrar padrdes existentes entre as flores com 0s mesmos pais. A comparacao
entre os dois métodos PART e JRIP definiu o quanto cada descritor contribui para a
classificagéo correta das flores, possibilitando a verificagdo do grau de importancia
de cada descritor para a analise de heranca. Os dois descritores que obtiveram um
melhor desempenho foram o média da coloracédo verde do modelo de cor RGB e o
tamanho.

Na aplicacdo do método proposto por essa dissertacdo sobre
Dendrobium nobile, os algoritmos PART e JRIP obtiveram 94,08% e 78,94% de
acuracia respectivamente sendo que analisando as regras geradas baseadas no o
desvio padréo e dispersdo das caracteristicas fisicas de tamanho e coloracdo pode-
se perceber que existem padrdes entre as flores que possuem 0s mesmos pais, iSSo
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demonstra a existéncia de herancas de caracteristicas visuais repassadas dos pais
para seus filhos. Outra andlise realizada identificou que os filhos herdam no geral as
caracteristicas na mae, mas que a proporcionalidade entre a largura e altura da flor
séo herdadas do pai.

Levando em consideracdo que o periodo de polinizacdo até o
florescimento dura em média de trés a quatro anos, com a utilizacdo de um sistema
de reconhecimento e analise das caracteristicas € possivel aumentar a eficiéncia do
cruzamento, bem como abaixar os custo de operacdo. Esses aspectos viabilizam a
utilizacdo de tecnologias para auxiliar no processo de identificacdo, substituindo o
método manual e proporcionando maior eficiéncia e agilidade no processo.

Para trabalhos futuros pretende-se incorporar novos descritores para
andlise da Dendrobium nobile, identificando quais descritores sdo herdados do pai e
da mée. Também sera aplicada uma variacdo deste método em outras flores onde
as caracteristicas visuais sdo importantes, estendendo futuramente a aplicacéo para

frutos, folhas e sementes.
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